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lizaci
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2 1 ÚVOD

1 Úvod

Tento text je určen student̊um volitelného předmětu Stochastické algoritmy pro glo-

bálńı optimalizaci v prezenčńım, kombinovaném i v distančńım studiu na Ostravské

univerzitě. Ćılem textu je seznámit studenty se základy problematiky globálńı op-

timalizace a algoritmy pro heuristické hledáńı globálńıho extrému funkćı. Text je

zaměřen předevš́ım na stochastické algoritmy inspirované živou př́ırodou, tj. na evo-

lučńı algoritmy a na algoritmy modeluj́ıćı chováńı společenstv́ı živočǐsných jedinc̊u

v kolektivu.

Každá kapitola zač́ıná pokyny pro jej́ı studium. Tato část je vždy označena jako

Pr̊uvodce studiem s ikonou na okraji stránky.

Pojmy a d̊uležité souvislosti k zapamatováńı jsou vyznačeny na okraji stránky textu

ikonou.

V závěru každé kapitoly je rekapitulace nejd̊uležitěǰśıch pojmů. Tato rekapitulace je

označena textem Shrnut́ı a ikonou na okraji.

Odd́ıl Kontrolńı otázky označený ikonou by vám měl pomoci zjistit, zda jste

prostudovanou kapitolu pochopili a budou i inspirovat k daľśım otázkám, na které

budete hledat odpověd’.

U některých kapitol je připomenuto, že k této části textu je zadána Korespon-

denčńı úloha. Úspěšné vyřešeńı korespondenčńıch úloh je součást́ı podmı́nek pro

źıskáńı zápočtu pro studenty kombinovaného a distančńıho studia. Korespondenčńı

úlohy budou zadávány v rámci kurzu daného semestru.

V textu budeme už́ıvat následuj́ıćı druhy ṕısma pro r̊uzné symboly:

• kurźıva malá ṕısmena, např. a, b, x1, yj, δ, ε pro reálná č́ısla,

• kurźıva velká ṕısmena, např. X,S,D pro množiny reálných č́ısel nebo vektor̊u.

Pro celou množinu reálných č́ısel už́ıváme speciálńı symbol R,

• kurźıva tučná malá ṕısmena, např. a, b,x,α pro vektory. Vektor délky n je

uspořádaná n-tice reálných č́ısel, např. x = (x1, x2, . . . , xn),

• kurźıva tučná velká ṕısmena, např. X,S pro matice.

Zdrojové texty algoritmů v Matlabu jsou tǐstěny strojopisným typem, který vypadá

např. takto: y = x + (b-a) .* rand(1,n).

Pokud nejste obeznámeni se základy práce s Matlabem, doporučujeme nejdř́ıve ab-

solvovat kurz Základy modelováńı v MATLABU nebo alespoň prostudovat učebńı

texty k tomuto kurzu [24].
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2 Problém globálńı optimalizace

Pr̊uvodce studiem:

V této kapitole je zformulován problém globálńı optimalizace a stručně jsou zmı́-

něny základńı myšlenky stochastických algoritmů, které se použ́ıvaj́ı pro nalezeńı

globálńıho minima účelových funkćı. Poč́ıtejte asi se dvěma hodinami studia.

2.1 Formulace problému globálńı optimalizace

Budeme se zabývat řešeńım problému globálńı optimalizace, tj. nalezeńım souřadnic

takového bodu v definičńım oboru funkce, ve kterém má funkce extrémńı (nejmenš́ı

nebo největš́ı) hodnotu. Problém nalezeńı globálńıho minima funkce s jedńım argu-

mentem (argument je jedno reálné č́ıslo) můžeme ilustrovat jednoduchým obrázkem:

0 5 10 15
−1

−0.5

0

0.5

1

D=[0; 18], d = 1 

f(
x)
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Vid́ıme, že funkce na obrázku má v oboru [0, 18] v́ıce minim, ale jen jedno je globálńı,

tj. takové, že funkčńı hodnota v tomto bodě je nejmenš́ı ze všech hodnot v oboru

[0, 18].

Ze základńıho kurzu matematické analýzy známe postup, jak nalézt extrémy funkćı,

u kterých existuje prvńı a druhá derivace. Zdálo by se, že úloha nalezeńı globálńıho

minima je velmi jednoduchá. Bohužel tomu tak neńı. Nalézt obecné řešeńı takto

jednoduše pochopitelného problému je obt́ıžné, zvláště když účelová funkce má v́ıce

lokálńıch minim nebo argument funkce neńı jedno reálné č́ıslo, ale vektor reálných

č́ısel, viz daľśı obrázek pro funkci se dvěma argumenty. Nav́ıc, ne každá funkce
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je diferencovatelná, ale přesto potřebujeme jej́ı globálńı extrém nalézt nebo se mu

alespoň přibĺıžit s přijatelnou přesnost́ı.
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Úlohu nalezeńı globálńıho minima můžeme formulovat takto:

Mějme účelovou funkci

f : D → R, D ⊆ Rd. (2.1)

Máme naj́ıt bod x∗ ∈ D, pro který plat́ı, že f(x∗) ≤ f(x), pro ∀x,x ∈ D. Nalezeńı

bodu x∗ ∈ D je řešeńım problému globálńı optimalizace. Bodu x∗ ř́ıkáme bod glo-

bálńıho minima (global minimum point), definičńımu oboru D se ř́ıká doména nebo

prohledávaný prostor (domain, search space), přirozené č́ıslo d je dimenze úlohy.

Formulace problému globálńı optimalizace jako nalezeńı globálńıho minima neńı na

úkor obecnosti, nebot’ chceme-li nalézt globálńı maximum, pak jej nalezneme jako

globálńı minimum funkce g(x) = −f(x).

Analýza problému globálńı optimalizace ukazuje, že neexistuje deterministický al-

goritmus řeš́ıćı obecnou úlohu globálńı optimalizace (tj. nalezeńı dostatečně přesné

aproximace x∗) v polynomiálńım čase, tzn. problém globálńı optimalizace je NP-

obt́ıžný.

Přitom globálńı optimalizace je úloha, kterou je nutno řešit v mnoha praktických

problémech, mnohdy s velmi významným ekonomickým efektem, takže je nutné

hledat algoritmy, které jsou pro řešeńı konkrétńıch problémů použitelné. Algoritmy

pro řešeńı problému globálńı optimalizace se podrobně zabývá celá řada monografíı,

např. Torn a Žilinskas [22], Mı́ka [15], Spall [19], kde je možné naj́ıt mnoho užitečných

poznatk̊u přesahuj́ıćıch rámec tohoto předmětu.
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Úloha (2.1) se označuje jako hledáńı volného extrému funkce (unconstraint optimi-

zation). Je možné přijatelnost řešeńı ještě omezit (vázat) nějakou podmı́nkou, např.

nějakými rovnicemi nebo nerovnostmi. Pak jde o problém hledáńı vázaného extrému

(constrained optimization).

V tomto kurzu se soustřed́ıme předevš́ım na problémy, kdy hledáme globálńı mini-

mum v souvislé oblasti

D = ⟨a1, b1⟩ × ⟨a2, b2⟩ × . . .× ⟨ad, bd⟩ =
∏d

i=1⟨ai, bi⟩,

ai < bi, i = 1, 2, . . . , d,
(2.2)

a účelovou funkci f(x) umı́me vyhodnotit s požadovanou přesnost́ı v každém bodě

x ∈ D. Podmı́nce (2.2) se ř́ıká boundary constraints nebo box constraints, protože

oblast D je vymezena jako d-rozměrný kvádr. Pro úlohy řešené numericky na poč́ı-

tači nepředstavuje podmı́nka (2.2) žádné podstatné omezeńı, nebot’ hodnoty ai, bi

jsou tak jako tak omezeny datovými typy užitými pro x a f(x), tj. většinou repre-

zentaćı č́ısel v pohyblivé řádové čárce. Proto se dosti často takové úlohy označuj́ı

jako unconstrained continuous problems.

Úlohy hledáńı vázaného extrému (constrained optimization) jsou obvykle formulo-

vány takto:

Najdi minimum funkce f(x), x = (x1, x2, . . . , xd) a x ∈ D (2.3)

za podmı́nky: gi(x) ≤ 0, i = 1, . . . , p

hj(x) = 0, j = p+ 1, . . . ,m.

Řešeńı je považováno za přijatelné (feasible), když gi(x) ≤ 0 pro i = 1, . . . , p a

|hj(x)|− ε ≤ 0 pro j = p+1, . . . ,m. Pro libovolný bod x ∈ D a zadané kladné č́ıslo

ε můžeme definovat pr̊uměrné porušeńı podmı́nek (mean violation) v̄ jako

v̄ =

∑p
i=1Gi(x) +

∑m
j=p+1Hj(x)

m
,

kde

Gi(x) =

 gi(x) if gi(x) > 0

0 if gi(x) ≤ 0

Hj(x) =

 |hj(x)| if |hj(x)| − ε > 0

0 if |hj(x)| − ε ≤ 0.

Možná jste se s nejjednodušš́ı variantou takových úloh setkali. Omezuj́ıćı podmı́nkou

byla lineárńı nerovnost a úlohu jste vyřešili tzv. lineárńım programováńım.
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Daľśım typem optimalizačńıch úloh jsou diskrétńı problémy, kdy prohledáváná oblast

D neńı spojitá, ale diskrétńı, např. hodnoty jednotlivých prvk̊u vektoru x mohou

být pouze celoč́ıselné. Do této skupiny úloh patř́ı např. problémy hledáńı optimálńı

cesty v grafu.

2.2 Stochastické algoritmy pro globálńı optimalizaci

Nemožnost nalézt deterministický algoritmus obecně řeš́ıćı úlohu globálńı optima-

lizace v polynomiálńım čase vedla k využit́ı algoritmů stochastických, které sice

nemohou garantovat nalezeńı řešeńı v konečném počtu krok̊u, ale často pomohou

nalézt v přijatelném čase řešeńı prakticky použitelné.

Stochastické algoritmy pro globálńı optimalizaci heuristicky prohledávaj́ı prostor D.

Heuristikou rozumı́me postup, ve kterém se využ́ıvá náhoda, intuice, analogie a zku-

šenost. Rozd́ıl mezi heuristikou a deterministickým algoritmem je v tom, že na roz-

d́ıl od deterministického algoritmu heuristika nezajǐst’uje nalezeńı řešeńı. Heuristiky

jsou v praktickém životě zcela samozřejmě už́ıvané postupy, jako př́ıklady můžeme

uvést hledáńı hub, lov ryb na udici, výběr partnera, pokus o výhru ve sportovńım

utkáńı nebo o složeńı zkoušky ve škole.

Většina stochastických algoritmů pro hledáńı globálńıho minima v sobě obsahuje

zjevně či skrytě proces učeńı. Inspirace k užit́ı heuristik jsou často odvozeny ze

znalost́ı př́ırodńıch nebo sociálńıch proces̊u. Např. simulované ž́ıháńı je modelem

pomalého ochlazováńı tuhého tělesa, tabu-search modeluje hledáńı předmětu člo-

věkem tak, že v krátkodobé paměti si zapamatovává zakázané kroky vedoućı k již

dř́ıve projitým mı́st̊um. Popis těchto algoritmů najdete např. v knize Kvasničky,

Posṕıchala a Tiňa [12]. Podobné postupy učeńı najdeme snad ve všech známých

stochastických algoritmech pro hledáńı globálńıho minima (s výjimkou slepého ná-

hodného prohledáváńı).

Značná část stochastických algoritmů pracuje současně s v́ıce kandidáty řešeńı, tj.

s v́ıce body v prohledávaném prostoru. Tyto body vytvářej́ı skupinu (populaci),

která se v pr̊uběhu hledáńı nějak v prohledávaném prostoru pohybuje a přitom

nacháźı lepš́ı kandidáty řešeńı. Stochastické algoritmy pro globálńı optimalizaci jsou

př́ıkladem využit́ı soft computingu pro řešeńı úloh, které hard computingem řešit

neumı́me.
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3 Experimentálńı porovnáváńı algoritmů

Pr̊uvodce studiem:

V této kapitole je uvedeno několik funkćı, které se už́ıvaj́ı k testováńı stochastic-

kých algoritmů pro globálńı optimalizaci. Z nich si vybereme testovaćı funkce pro

experimenty. Druhá část kapitoly se zabývá testováńım stochastických algoritmů.

K orientaci v této kapitole budete potřebovat asi dvě až tři hodiny.

3.1 Experimentálńı ověřováńı algoritmů

Pro ověřováńı a vzájemné porovnáváńı stochastických algoritmů jsou nutné nume-

rické experimenty. Při porovnáváńı dvou či v́ıce algoritmů je samozřejmě nutné,

aby testy byly provedeny za stejných podmı́nek, tj. zejména při stejně vymezeném

prohledávaném prostoru D a při stejné podmı́nce pro ukončeńı prohledáváńı.

Základńımi veličinami pro porovnáńı algoritmů jsou časová náročnost prohledáváńı a

spolehlivost nalezeńı globálńıho minima. Časová náročnost algoritmu se ohodnocuje

počtem vyhodnoceńı účelové funkce v pr̊uběhu hledáńı, takže výsledky jsou srovna-

telné bez ohledu na rychlost poč́ıtač̊u užitých k testováńı. Počet vyhodnoceńı účelové

funkce potřebný k dosažeńı podmı́nky ukončeńı můžeme označit např. nfe (num-

ber of function evaluations). U testovaćıch funkćı, kdy řešeńı problému je známé, se

někdy také sleduje počet vyhodnoceńı účelové funkce nfe_near potřebný k tomu,

aby nejlepš́ı bod populace (skupiny) měl hodnotu nižš́ı než je zadaná hodnota fnear,

o které se v́ı, že jej́ı dosažeńı znamená, že se algoritmus nejlepš́ım nalezeným bodem

dostatečně přibĺıžil globálńımu minimu. Někdy se tato hodnota nazývá také VTR,

což je zkratka anglického termı́nu value to reach.

Podmı́nka ukončeńı bývá formulována jako

fmax − fmin < ε,

kde fmax je největš́ı a fmin nejmenš́ı funkčńı hodnota mezi všemi body skupiny

(populace). Prohledáváńı konč́ı, když rozd́ıl funkčńıch hodnot je tak malý, že už

nelze očekávat nalezeńı vhodněǰśıch kandidát̊u řešeńı.

Je však praktické formulovat podmı́nku ukončeńı tak, abychom předešli abnormál-

ńımu ukončeńı programu např. v situaci, kdy prohledáváńı dojde do nekonečného

cyklu. Proto je vhodné přidat daľśı vstupńı parametr algoritmu – maxevals, což
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je maximálńı dovolený počet vyhodnoceńı funkce na jednu dimenzi prohledávaného

prostoru a podmı́nku ukončeńı pak formulovat jako

fmax − fmin < ε ∨ nfe ≥ maxevals ∗ d,

to znamená, že hledáńı pokračuje tak dlouho, dokud funkčńı hodnoty v populaci se

lǐśı v́ıce než požadujeme nebo dokud neńı dosažen nejvyšš́ı dovolený počet vyhod-

noceńı účelové funkce, tzn. je splněna podmı́nka

fmax − fmin ≥ ε ∧ nfe < maxevals ∗ d.

Mı́sto fmax lze v podmı́nce ukončeńı už́ıt i jiný kvantil funkčńı hodnoty v populaci,

např. medián. T́ım učińıme podmı́nku ukončeńı snadněji dosažitelnou, stač́ı, aby jen

např. polovina populace měla funkčńı hodnoty dostatečně bĺızké.

Z uvedených úvah je zřejmé, že pak muśıme rozlǐsovat následuj́ıćı čtyři typy ukončeńı

prohledáváńı v tetovaćıch úlohách:

• Typ 1 – korektńı ukončeńı, tj. fmax − fmin < ε a fmin ≤ fnear, algoritmus

tedy splnil podmı́nku ukončeńı před dosažeńım maximálńıho dovoleného počtu

iteraćı a současně se dostatečně přibĺıžil globálńımu minimu.

• Typ 2 – pomalá konvergence, fmin ≤ fnear, ale prohledáváńı bylo ukončeno

dosažeńım maximálńıho dovoleného počtu iteraćı.

• Typ 3 – předčasné konvergence (premature convergence), fmax − fmin < ε, ale

fmin > fnear, tzn. nebylo nalezeno globálńı minimum, algoritmus bud’ skon-

čil prohledáváńı v lokálńım minimu nebo se body populace přibĺıžily k sobě

natolik, že jejich funkčńı hodnoty jsou velmi bĺızké.

• Typ 4 – úplné selháńı, prohledáváńı bylo ukončeno dosažeńım maximálńıho

dovoleného počtu iteraćı, aniž byl nalezen bod bĺızký globálńımu minimu.

Po prohledávaćıch algoritmech globálńı optimalizace chceme, aby uměly nacházet

řešeńı dostatečně bĺızké globálńımu minimu x∗ co nejrychleji, co nejspolehlivěji a

aby prohledáváńı uměly ukončit ve vhodném stádiu prohledáváńı. Zcela úspěšné

prohledáváńı je tedy jen takové, jehož ukončeńı je typu 1, někdy však můžeme

považovat za úspěšné i ukončeńı typu 2.

Spolehlivost (reliability, R) nalezeńı globálńıho minima můžeme charakterizovat jako

relativńı četnost ukončeńı typu 1 (př́ıpadně typu 1 nebo typu 2)

R =
n1

n
, (3.1)

kde n1 je počet ukončeńı typu 1 (př́ıpadně typu 1 nebo 2) v n nezávislých opako-

váńıch. Veličina n1 je náhodná veličina n1 ∼ Bi(n, p) a R je nestranným odhadem
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parametru p, tj. pravděpodobnosti, že algoritmus v daném problému najde globálńı

minimum (přesněji, že konec prohledáváńı je typu 1). Rozptyl var(R) = p(1− p)/n.

Pro větš́ı hodnoty n můžeme rozděleńı R považovat za přibližně normálńı, R ∼
N
(
p, p(1−p)

n

)
. Pak 100 (1− α)-procentńı oboustranný interval spolehlivosti pro p je

[R−△, R +△],

kde

△ = tn−1

(
1− α

2

) √R(1−R)

n

V následuj́ıćı tabulce jsou uvedeny hodnoty△ pro α = 0.05 a pro r̊uzná n a R. Pokud

byste vyjadřovali spolehlivost R v procentech, pak je potřeba hodnoty △ v tabulce

vynásobit stovkou. Z uvedené tabulky je zřejmé, že pro porovnáváńı spolehlivosti

algoritmů potřebujeme velký počet opakováńı n. Např. pro n = 100 je možno za

významný považovat až rozd́ıl v reliabilitě větš́ı než 10 až 20 procent (záviśı na

hodnotě R).

Hodnoty △ pro α = 0.05

R

n 0.50 0.60 0.70 0.80 0.90 0.95

10 0.358 0.350 0.328 0.286 0.215 0.156

25 0.206 0.202 0.189 0.165 0.124 0.090

50 0.142 0.139 0.130 0.114 0.085 0.062

100 0.099 0.097 0.091 0.079 0.060 0.043

200 0.070 0.068 0.064 0.056 0.042 0.030

500 0.044 0.043 0.040 0.035 0.026 0.019

Výsledky testováńı by vždy měly obsahovat specifikaci testovaných algoritmů včetně

hodnot jejich vstupńıch parametr̊u, specifikaci testovaćıch funkćı, počet opakováńı

experiment̊u, tabulku s pr̊uměrnými hodnotami charakterizuj́ıćımi časovou nároč-

nost, př́ıpadně i vhodné charakteristiky jej́ı variability a spolehlivost R, která může

být uvedena v procentech.

Pro názorné porovnáńı časové náročnosti jsou vhodné krabicové grafy, ve kterých

snadno vizuálně porovnáme jak charakteristiky polohy, tak variability. Pokud roz-

d́ıly v charakteristikách algoritmů nejsou zjevné z popisné statistiky, použijte vhodné

statistické testy. Pro porovnáńı časové náročnosti to může být dvouvýběrový t -test,

analýza rozptylu nebo jejich neparametrické analogie. Pokud chcete porovnávat spo-

lehlivosti dvou algoritmů, můžete pro čtyřpolńı tabulku absolutńıch četnost́ı už́ıt

Fisher̊uv exaktńı test.
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U některých algoritmů je zaj́ımavé sledovat i jiné veličiny, které charakterizuj́ı pr̊uběh

prohledávaćıho procesu. Volba daľśıch sledovaných veličin je závislá na testovaném

algoritmu.

Zaj́ımavou popisnou informaćı o pr̊uběhu vyhledáváńı je také graf závislosti funkč-

ńıch hodnot na počtu vyhodnoceńı účelové funkce. Pr̊uběh této závislosti nám umož-

ňuje posoudit rychlost konvergence algoritmu v r̊uzných fáźıch prohledáváńı. V tako-

vých grafech je ovšem žádoućı mı́t charakteristiky z v́ıce opakováńı a pokud možno

nejen pr̊uměrné hodnoty, ale i minima a maxima.

K rychlému porovnáváńı účinnosti algoritmů byly navrženy r̊uzné daľśı veličiny in-

tegruj́ıćı časovou náročnost i spolehlivost do jediného kritéria. Jednou z nich je tzv.

Q-mı́ra, definovaná jako

Qm = nfe/R,

kde nfe je pr̊uměrný počet vyhodnoceńı funkce v n opakovaných běźıch algoritmu

při řešeńı úlohy a R je spolehlivost definovaná vztahem (3.1). Pak nejúčinněǰśı al-

goritmus mezi porovnávanými je ten s minimálńı hodnotou Qm. Nevýhodou tohoto

kritéria je, že jeho hodnota neńı definována pro R = 0. Proto je vhodněǰśı

Qinv = R/nfe,

pro kterou plat́ı, že č́ım vyšš́ı hodnota Qinv, t́ım lepš́ı účinnost algoritmu. Kritéria

integruj́ıćı nfe a R jsou však vhodná jen pro rychlé přehledné porovnáváńı celkové

účinnosti algoritmů, protože z nich nelze dělat úsudky o variabilitě časové náročnosti

algoritmů, ani jednoznačně posoudit jejich spolehlivost.

3.2 Testovaćı funkce

K testováńı stochastických algoritmů pro globálńı optimalizaci se už́ıvá řada funkćı,

u kterých je známé správné řešeńı, tj. globálńı minimum, které lze naj́ıt analyticky.

Testovaćı funkce (benchmark functions) jsou často navrženy tak, aby je bylo možné

použ́ıt pro problémy s r̊uznou dimenźı prohledávané domény. Testovaćı funkce mo-

hou mı́t r̊uznou obt́ıžnost, nejlehč́ı jsou konvexńı funkce, ty maj́ı jen jedno lokálńı

minimum, které je tedy i minimem globálńım. Takovým funkćım se ř́ıká unimodálńı.

Funkce s v́ıce lokálńımi minimy se nazývaj́ı multimodálńı a nalezeńı globálńıho mi-

nima je obvykle obt́ıžněǰśı než u unimodálńıch funkćı. Za lehč́ı problémy jsou pova-

žována hledáńı globálńıho minima separabilńıch funkćı, tj. funkćı, jejichž argumenty

jsou nezávislé.
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Obecně plat́ı, že funkce splňuj́ıćı podmı́nku

∂f(x)

∂xi

= g(xi) h(x)

jsou separabilńı. Pro takové funkce plat́ı

∀i, j i ̸= j : f(. . . , x∗
i , . . .) = opt ∧ f(. . . , x∗

j , . . .) = opt

⇒ f(. . . , x∗
i , . . . , x

∗
j , . . .) = opt

Často lze takové funkce vyhodnotit jako

f((x) =
d∑

i=1

fi(xi) (3.2)

Hledáńı minima takových separabilńıch funkćı je snazš́ı, protože poloha x∗
i je nezá-

vislá na poloze x∗
j pro i ̸= j a tedy mohou být hledány nezávisle na sobě.

Zde uvád́ıme několik funkćı (separabilńıch i neseparabilńıch), které můžeme už́ıt

při experimentálńı testováńı algoritmů. Daľśı testovaćı funkce naleznete např. v [2,

20, 29] nebo na webu. Všechny dále uvedené funkce lze už́ıt pro r̊uzné dimenze

prohledávané domény pro d ≥ 2, některé i pro d = 1.
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Prvńı De Jongova funkce je paraboloid

f(x) =
d∑

i=1

x2
i ,

při experimentech prohledávaný prostor je obvykle vymezen podmı́nkou xi ∈
[−5.12, 5.12]. Je to konvexńı separabilńı funkce, globálńı minimum je x∗ =

(0, . . . , 0), f(x∗) = 0. Je považována za velmi snadnou úlohu globálńı optimali-

zace. Pokud algoritmus selhává nebo pomalu konverguje v této úloze, tak nezaslouž́ı

daľśı pozornosti. Graf této funkce pro d = 2 je na následuj́ıćım obrázku.
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Druhá De Jongova funkce (Rosenbrockovo sedlo, známá i pod názvem banánové

údoĺı), neseparabilńı funkce, je definována takto:

f(x) =
d−1∑
i=1

[
100(x2

i − xi+1)
2 + (1− xi)

2
]
,

prohledávaný prostor je obvykle vymezen podmı́nkou xi ∈ [−2.048, 2.048], globálńı

minimum je x∗ = (1, 1, . . . 1), f(x∗) = 0. Ač je to jednomodálńı funkce (v posledńı

době se objevily domněnky, že pro některé dimenze má tato funkce nevýrazná lokálńı

minima), nalezeńı minima iteračńımi algoritmy neńı jednoduchá úloha, nebot’ mi-

nimum lež́ı v zahnutém údoĺı s velmi malým spádem a některé algoritmy konč́ı

prohledáváńı předčasně. Graf této funkce pro d = 2 je na následuj́ıćım obrázku.
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Ackleyho funkce je

f(x) = −20 exp

−0.02

√√√√1

d

d∑
i=1

x2
i

− exp

(
1

d

d∑
i=1

cos 2πxi

)
+ 20 + exp(1),

xi ∈ [−30, 30], x∗ = (0, 0, . . . 0), f(x∗) = 0. Je to multimodálńı separabilńı funkce

s mnoha lokálńımi minimy, středně obt́ıžná. Graf této funkce pro d = 2, xi ∈ [−3, 3],

je na následuj́ıćım obrázku.
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Griewankova funkce, multimodálńı, neseparabilńı,

f(x) =
d∑

i=1

xi
2

4000
−

d∏
i=1

cos

(
xi√
i

)
+ 1,

xi ∈ [−400, 400], x∗ = (0, 0, . . . 0), f(x∗) = 0. Nalezeńı minima této multimodálńı

funkce je považováno za obt́ıžnou úlohu globálńı optimalizace. Graf této funkce pro

d = 2, xi ∈ [0, 15], je na následuj́ıćım obrázku.
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Rastriginova funkce, multimodálńı, separabilńı,

f(x) = 10d+
d∑

i=1

[
xi

2 − 10 cos(2πxi)
]

xi ∈ [−5.12, 5.12], x∗ = (0, 0, . . . 0), f(x∗) = 0. Nalezeńı minima této funkce je

považováno za obt́ıžnou úlohu globálńı optimalizace. Graf této funkce pro d = 2 je

na následuj́ıćım obrázku.
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Schwefelova funkce, multimodálńı, separabilńı, je zde uvedena ve tvaru s aditivńım

členem za rovńıtkem, který posouvá hodnoty funkce tak, aby jej́ı hodnota v glo-

bálńım minimu byla rovna nule stejně jako u ostatńıch zde uvedených testovaćıch

funkćı.

f(x) = 418.9828872724338 d−
d∑

i=1

xi sin
(√

| xi |
)
,

xi ∈ [−500, 500], x∗ = (s, s, . . . s), s
.
= 420.968746, f(x∗)

.
= 0, pro d < 80 plat́ı,

že 0 <= f(x∗) < 1e − 10. Nalezeńı minima této funkce je považováno za středně

obt́ıžnou úlohu globálńı optimalizace, jej́ı globálńı minimum je v prohledávaném

prostoru velmi vzdálené od druhého nejlepš́ıho lokálńıho minima. Graf této funkce

pro d = 2 (bez aditivńıho členu posouvaj́ıćıho funkčńı hodnoty) je na následuj́ıćım

obrázku.

Někteř́ı autoři oprávněně považuj́ı funkce, u kterých je globálńı minimum ve středu

prohledávané domény (z uvedených funkćı je to prvńı De Jongova, Ackleyho,

Griewankova a Rastriginova funkce), tj. v těžǐsti d-rozměrného kvádru D, za ne-

vhodné pro testováńı stochastických algoritmů, nebot’ u nich lze naj́ıt globálńı mi-

nimum pouhým pr̊uměrováńım náhodně vygenerovaných bod̊u v D. Tento nedosta-

tek testovaćıch funkćı s bodem globálńıho minima v těžǐsti domény D lze snadno

odstranit. Mı́sto vyhodnoceńı funkce v bodě x se vyhodnocuje funkce v bodě x−o.

Bod o ∈ D znamená posun (shift). Globálńı minimum takové posunuté funkce je

pak x∗ = o. Posun o můžeme zadat předem nebo generovat náhodně před každým

spuštěńım optimalizace testovaćı funkce.

Implementace těchto testovaćıch funkćı je v Matlabu velmi jednoduchá, jak vid́ıte

v následuj́ıćıch zdrojových textech.
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function y=dejong1(x)

% First Dejong

y=sum(x.*x);

function y=rosen(x)

% Rosenbrockova funkce

n=length(x);

a=(x(1:n-1).^2-x(2:n)).^2;

b=1-x(1:n-1);

y=sum(100*a+b.^2);

function y=ackley(x)

% Ackley’s function, <-30,30>, glob. min f(0)=0

d=length(x);

a=-20*exp(-0.02*sqrt(sum(x.*x)));

b=-exp(sum(cos(2*pi*ones(1,d).*x))/d);

y=a+b+20+exp(1);

function y=griewank(x)

% Griewank’s function, <-400,400>, glob. min f(0)=0

d=length(x);

a=sum(x.*x)/4000;

j=1:d;

b=prod(cos(x./sqrt(j)));

y=a-b+1;

%

function y=rastrig(x)

% Rastrigin’s function, <-5.12,5.12>, glob. min f(0)=0

d=length(x);

sz=size(x);

if sz(1)==1 x=x’; end

y=10*d+sum(x.*x-10*cos(2*pi*x));

%



3.2 Testovaćı funkce 19

function y=schwefel0(x)

% Schwefel’s function, <-500,500>,

% glob. min f(x_star)~0, (for d<80 0<=f(x_star)<1e-10),

% x_star=[s,s,...,s], s=420.968746

d=length(x);

sz=size(x);

if sz(1)==1

x=x’;

end

y = 418.9828872724338*d - sum(x.*sin(sqrt(abs(x))));

%

Shrnut́ı:

- Testovaćı funkce, numerické testováńı algoritmů

- Různé typy ukončeńı prohledáváńı

- Časová náročnost měřená počtem vyhodnoceńı účelové funkce, spolehlivost

nalezeńı globálńıho minima

- Vyhodnoceńı experimentu

Kontrolńı otázky:

1. Proč je nutné posuzovat algoritmy nejen z jednoho běhu, ale z v́ıce opakováńı?

2. Jak popsat specifikaci testovaćıho problému?

3. Jak specifikovat testovaný algoritmus?
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4 Slepé náhodné prohledáváńı

Pr̊uvodce studiem:

V této kapitole se seznámı́te s nejjednodušš́ım stochastickým algoritmem pro hle-

dáńı globálńıho minima. Kromě toho uvid́ıte i snadnost zápisu takových algoritmů

v Matlabu a seznámı́te se s pojmem konvergence stochastického algoritmu. Poč́ıtejte

asi se dvěma hodinami studia.

Náhodné prohledáváńı se také někdy nazývá slepý algoritmus, nebot’ se v něm opa-

kovaně generuje náhodné řešeńı (nový bod y v souvislé oblasti D =
∏d

i=1⟨ai, bi⟩
z rovnoměrného spojitého rozděleńı) a zapamatovává se tehdy, když je lepš́ı než

předt́ım nalezené řešeńı. Náhodné prohledáváńı je př́ıklad velmi jednoduchého sto-

chastického algoritmu pro hledáńı globálńıho minima využ́ıvaj́ıćıho velmi prostou

heuristiku, kterou bychom mohli slovně vyjádřit jako “zkus bez rozmyslu cokoliv, co

neńı zakázáno”. Slepý algoritmus lze zapsat v Matlabu na pár řádćıch:

function [x,fx] = blindsearch(fn_name, a, b, t)

% input parameters:

% fn_name function to be minized (M file)

% a, b row vectors, limits of search space

% t iteration number

% output:

% fx minimal function value found by the search

% x minimum point found by the search

d = length(a);

fx = realmax;

for i=1:t

y = a + (b - a).*rand(1,d);

fy = feval(fn_name, y);

if fy < fx

x = y;

fx = fy;

end

end
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U tohoto algoritmu lze také poměrně jednoduše dokázat jeho teoretickou konver-

genci. Plat́ı, že s rostoućım počtem iteraćı se nalezené řešeńı x přibližuje globálńımu

minimu x∗:

lim
t→∞

P (∥ (x− x∗) ∥< ε | t) = 1 ε > 0, (4.1)

kde ∥ (x−x∗) ∥ je vzdálenost nalezeného řešeńı x od globálńıho minima x∗ (norma

vektoru x−x∗) a P (∥ (x−x∗) ∥< ε | t) je pravděpodobnost jevu (∥ (x−x∗) ∥< ε)

za podmı́nky, že bylo provedeno t iteraćı.

K tvrzeńı vyjádřenému rovnićı (4.1) dojdeme následuj́ıćı úvahou: Všechny body

splňuj́ıćı podmı́nku ∥ (x − x∗) ∥< ε jsou vnitřńımi body d-rozměrné koule Dε

o poloměru ε). Jelikož ε > 0, je“objem”této koule kladný, přesněji mı́ra této množiny

λ(Dε) > 0. Označme dále mı́ru množiny D jako λ(D). Generujeme-li bod y ∈ D

z rovnoměrného rozděleńı, pak pravděpodobnost jevu A ≡ {y ∈ Dε} je

P (A) =
λ(Dε)

λ(D)

a pravděpodobnost jevu opačného je

P (Ā) = 1− λ(Dε)

λ(D)

Pravděpodobnost, že jev Ā nastane v t po sobě jdoućıch opakováńıch je

P (Ā | t) =
(
1− λ(Dε)

λ(D)

)t

.

Jelikož 0 <
(
1− λ(Dε)

λ(D)

)
< 1, je potom

lim
t→∞

P (Ā | t) =
(
1− λ(Dε)

λ(D)

)t

= 0 ,

pravděpodobnost jevu opačného je rovna 1, a tedy rovnice (4.1) plat́ı.

Lze ukázat, že nejenom slepé prohledáváńı, ale dokonce každý stochastický algo-

ritmus, ve kterém se jiný zp̊usob generováńı nového bodu y stř́ıdá s jeho slepým

generováńım z rovnoměrného rozděleńı v prohledávaném prostoru D a toto slepé

generováńı má v každém kroku kladnou pravděpodobnost (přesněji, když tyto prav-

děpodobnosti pro jednotlivé kroky algoritmu tvoř́ı divergentńı řadu, čehož lze snadno

dosáhnout volbou konstantńı pravděpodobnosti v každém kroku), tak takový kom-

binovaný algoritmus je konvergentńı ve smyslu rov. (4.1).

Bohužel rovnice (4.1) nám neposkytuje žádnou informaci o kvalitě nalezeného ře-

šeńı po konečném počtu iteraćı. Jak uvid́ıme později, s podobným problémem se

budeme setkávat i u daľśıch stochastických algoritmů. Teoretická konvergence podle
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rovnice (4.1) je z praktického hlediska velmi slabé tvrzeńı a pro posouzeńı konver-

gence stochastických algoritmů a porovnáńı jejich efektivity jsou d̊uležitěǰśı expe-

rimentálńı výsledky na testovaćıch funkćıch než teoretický d̊ukaz konvergence ve

formě rovnice (4.1).

Shrnut́ı:

- Generováńı bodu z rovnoměrného rozděleńı na D

- Konvergence stochastického algoritmu

Kontrolńı otázky:

1. Jakou heuristiku už́ıvá slepý algoritmus pro generováńı nového bodu?

2. Je ve slepém náhodném prohledáváńı modelován nějaký proces učeńı?
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5 Řı́zené náhodné prohledáváńı

Pr̊uvodce studiem:

V této kapitole se poprvé seznámı́te s algoritmem, který pracuje s populaćı jedinc̊u,

tj. bod̊u (kandidát̊u řešeńı) v D. Algoritmus ř́ızeného náhodného prohledáváńı je

jednoduchý a efektivńı stochastický algoritmus pro hledáńı globálńıho minima. Po-

chopeńı tohoto algoritmu je dobrým odrazovým můstkem k evolučńım algoritmům.

Poč́ıtejte asi se dvěma hodinami studia a několika hodinami věnovanými implemen-

taci algoritmu v Matlabu a jeho ověřeńı na testovaćıch funkćıch.

Ř́ızené náhodné prohledáváńı (controlled random search, CRS) je př́ıkladem velmi

jednoduchého a přitom efektivńıho stochastického algoritmu (čili heuristiky) pro

hledáńı minima v souvislé oblasti D. Prvńı verzi algoritmu CRS navrhl Price [18]

v sedmdesátých letech minulého stolet́ı. Pracuje se s populaćı N bod̊u – kandidát̊u

řešeńı v prohledávaném prostoru D a z nich se pomoćı nějaké lokálńı heuristiky

generuje nový bod y, který může být zařazen do populace mı́sto dosud nejhorš́ıho

bodu. Počet vygenerovaných bod̊u populace N je větš́ı než dimenze d prohledáva-

ného prostoru D.

Price jako lokálńı heuristiku pro generováńı nového bodu y už́ıval reflexi simplexu,

která je známa z velmi populárńı simplexové metody hledáńı minima, kterou navrhli

před zhruba 50 léty Nelder a Mead [16]. Simplexová metoda je využita také ve

vestavěné funkci fminsearch v Matlabu jako prostředek pro hledáńı minima zadané

funkce.

Reflexe simplexu v CRS se realizuje takto: Z populace o velikosti N , N > d se

náhodně vybere d + 1 bod̊u tvoř́ıćıch simplex (optimisticky spoléháme na to, že

tyto náhodně vybrané body jsou nekomplanárńı, tj. libovolných d vektor̊u z těchto

d+1 vektor̊u tvoř́ı bázi d-rozměrného prostoru). Pak bod simplexu s největš́ı funkčńı

hodnotou překloṕıme kolem těžǐstě zbývaj́ıćıch bod̊u simplexu a źıskáme tak nového

potenciálńıho kandidáta řešeńı y. Reflexe v simplexu je vyjádřena vztahem

y = g + (g − xH) = 2g − xH , (5.1)

kde xH je bod simplexu s největš́ı hodnotou účelové funkce a g je těžǐstě zbývaj́ıćıch

d bod̊u simplexu, jehož souřadnice spoč́ıtáme jako pr̊uměry těchto d bod̊u simplexu.

Graficky je reflexe znázorněna na následuj́ıćım obrázku.
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Pokud v novém bodu y je funkčńı hodnota f(y) menš́ı než v nejhorš́ım bodu celé

populace, pak je tento nejhorš́ı bod nahrazen bodem y. Nahrazeńım nejhorš́ıho bodu

populace novým bodem y dosahujeme toho, že populace se koncentruje v okoĺı dosud

nalezeného bodu s nejmenš́ı funkčńı hodnotou. Algoritmus můžeme jednoduše zapsat

ve strukturovaném pseudokódu následuj́ıćım zp̊usobem:

generuj populaci P , tj. N bod̊u náhodně v D

repeat

najdi xworst ∈ P takové, že f(xworst) ≥ f(x), x ∈ P

repeat

vyber z P simplex

y := reflexe simplexu, y ∈ D

until f(y) < f(xworst);

xworst := y;

until podmı́nka ukončeńı;

Reflexe simplexu podle rovnice (5.1) samozřejmě neńı jediná možnost, jak v algo-

ritmu CRS generovat nový bod. Price později navrhl jinou lokálńı heuristiku, kdy

nový bod y se generuje podle (5.1), ale do simplexu je vždy zařazen nejlepš́ı bod

populace xmin s funkčńı hodnotou fmin, fmin ≤ f(x), x ∈ P a zbývaj́ıćıch d bod̊u

simplexu se pak vybere náhodně z ostatńıch bod̊u populace.

Daľśı možnost je znáhodněná reflexe, která byla navržena v 90. létech. Znáhodněná

reflexe v simplexu je popsána vztahem

y = g + U (g − xH), (5.2)
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U je náhodná veličina vhodného rozděleńı. Graficky je taková reflexe znázorněna na

následuj́ıćım obrázku.
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Pokud bychom užili reflexi podle (5.1), byla by vzdálenost bod̊u g a y byla stejná

jako vzdálenost bod̊u x a g, tj. hodnota U v rovnici (5.2) by byla konstantńı během

prohledáváńı a rovna jedné. Při užit́ı znáhodněné reflexe je tato vzdálenost určována

náhodně podle zvoleného rozděleńı náhodné veličiny U .

Na testovaćıch úlohách bylo ověřováno několik rozděleńı náhodné veličiny U . Osvěd-

čilo se rovnoměrné rozděleńı na [0, α), kde α je vstupńı parametr algoritmu. Podle

empirických výsledk̊u test̊u nejrychleji algoritmus konvergoval na většině testovaćıch

funkćı při hodnotách α ≈ 4. Středńı hodnota je EU = α/2.

Za pozornost stoj́ı užit́ı rovnoměrného rozděleńı náhodné veličiny U na [s, α − s),

kde α > 0 a s ∈ (0, α/2) jsou vstupńı parametry této lokálńı heuristiky. Středńı

hodnota je opět EU = α/2. Je však možno už́ıt i jiná rozděleńı produkuj́ıćı ne-

záporné hodnoty náhodné veličiny U , např. lognormálńı rozděleńı, př́ıpadně i jiné

lokálńı heuristiky pro generováńı nového bodu y, než je reflexe.

Reflexe podle rovnic (5.1) nebo (5.2) nezaručuje, že nově vygenerovaný bod y bude

v prohledávaném prostoru D. Pokud nastane situace, že y ̸∈ D, jsou r̊uzné možnosti,

jak postupovat dále. Bud’ generujeme nový bod opakovaně tak dlouho, než se po-

dař́ı vygenerovat y ∈ D =
∏d

i=1⟨ai, bi⟩ nebo použijeme výpočetně úsporněǰśı postup.

Např. je možné vygenerovat souřadnice yi ̸∈ ⟨ai, bi⟩ náhodně nebo už́ıt tzv. zrcadleńı

(perturbaci), kdy ty souřadnice yi ̸∈ ⟨ai, bi⟩ překloṕıme dovnitř prohledávaného pro-

storu D kolem př́ıslušné strany d-rozměrného kvádru D. Toto zrcadleńı znázorňuje

následuj́ıćı obrázek, jeho algoritmus je zapsán jako funkce zrcad v Matlabu.
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% zrcadleni, perturbation y into <a,b>

function y = zrcad(y, a, b)

zrc = find(y < a | y > b); % najdi pretekajici dimenze

for i = zrc % preklop

while (y(i) < a(i) || y(i) > b(i))

if y(i) > b(i)

y(i) = 2*b(i) - y(i);

elseif y(i) < a(i)

y(i) = 2*a(i) - y(i);

end

end

end

Při stochastickém prohledáváńı podmı́nku ukončeńı formuluje uživatel. Obvykle je

možné už́ıt podmı́nku ukončeńı formulovanou tak, že nejlepš́ı a nejhorš́ı bod populace

se ve funkčńıch hodnotách lǐśı jen málo, tedy

f(xworst)− f(xmin) < ε, (5.3)

kde ε > 0 je vstupńı parametr algoritmu. Jinou možnost́ı je hledáńı ukončit při

dosažeńı zadaného počtu vyhodnoceńı funkce, př́ıpadně tyto podmı́nky kombinovat

– viz kap. 3.
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Algoritmus CRS můžeme celkem rychle napsat v Matlabu takto:

function [x_star, fn_star, func_evals]=...

crs1(fn_name, a, b, N, my_eps, max_evals, alfa, shift)

d = length(a);

P = zeros(N,d+1);

for i = 1:N

P(i,1:d) = a + (b - a).*rand(1,d);

P(i,d+1) = feval(fn_name,P(i,1:d) - shift);

end % 0-th generation initialized

[fmax, indmax] = max(P(:,d+1));

[fmin, indmin] = min(P(:,d+1));

func_evals = N;

while (fmax - fmin > my_eps) && (func_evals < d*max_evals)% main loop

y = reflrand(P, alfa);

y = zrcad(y, a, b); % perturbation

fy = feval(fn_name,y - shift);

func_evals = func_evals + 1;

if fy < fmax % y is good

P(indmax,:) = [y, fy];

[fmax, indmax] = max(P(:,d+1));

[fmin, indmin] = min(P(:,d+1));

end

end % main loop - end

x_star = P(indmin,1:d);

fn_star = fmin;

end

Funkce crs1 kromě zrcadleńı zrcad volá daľśı dvě funkce, a to reflrand, která re-

alizuje znáhodněnou reflexi podle vztahu (5.2) s U rovnoměrně rozděleném na [0, α)

a funkci nahvyb_expt, která vyb́ırá z N bod̊u populace náhodně d+1 bod̊u do sim-

plexu. Prostudujte pozorně implementaci všech těchto funkćı, nebot’ se v nich můžete

seznámit i s r̊uznými technikami efektivńıho využit́ı možnost́ı Matlabu, které značně

snižuj́ı délku zdrojového kódu a t́ım i pracnost implementace. Funkce nahvyb_expt

a zrcad využijeme i později v některých evolučńıch algoritmech.
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function y = reflrand(P, alpha)

% znahodnena reflexe simplexu

N = length(P(:,1));

d = length(P(1,:)) - 1;

vyb = nahvyb_expt(N, d+1);

S = P(vyb,:); % simplex S vybran nahodne z P

[x, indx] = max(S(:, d+1)); % nejhorsi bod v S

x = S(indx, 1:d);

S(indx,:)= []; % zrus radek s nejhorsi hodnotou

S(:,d+1) = []; % zrus posledni sloupec s funkcni hodnotou

g = mean(S); % teziste

y = g + alpha * rand(1) * (g - x);

% random sample, k of N without repetition,

% numbers given in vector expt are not included

function vyb = nahvyb_expt(N, k, expt)

opora = 1:N;

if nargin == 3

opora(expt) = [];

end

vyb = zeros(1,k);

for i = 1:k

index = 1 + fix(rand(1)*length(opora));

vyb(i) = opora(index);

opora(index) = [];

end

Algoritmus CRS je pro nás prvńım algoritmem, který pracuje s populaćı bod̊u (po-

tenciálńıch kandidát̊u možného hledaného řešeńı) a tuto populaci nechává vyv́ıjet

v pr̊uběhu prohledávaćıho procesu. Proto někteř́ı autoři algoritmus CRS řad́ı mezi

evolučńı algoritmy, i když z princip̊u evolučńıch algoritmů jsou uplatněny pouze

některé, jak uvid́ıme v následuj́ıćıch kapitolách.
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Shrnut́ı:

- Základńı principy algoritmu CRS

- Populace bod̊u náhodně vygenerovaných v D

- Lokálńı heuristika generuj́ıćı nový pokusný bod

- Simplex náhodně vybraný z populace

- Reflexe a znáhodněná reflexe

- Podmı́nka ukončeńı

Kontrolńı otázky:

1. Jak urč́ıte souřadnice těžǐstě n bod̊u v D?

2. Co je to zrcadleńı a kdy se už́ıvá?

3. Jak lze zformulovat podmı́nku ukončeńı?

4. Jak byste experimentálně porovnali účinnost algoritmu CRS a slepého prohle-

dáváńı na vybraných testovaćıch úlohách?
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6 Evolučńı algoritmy

Pr̊uvodce studiem:

V této kapitole se stručně seznámı́me s historíı a principy evolučńıch algoritmů. Na

tuto krátkou kapitolu poč́ıtejte asi s hodinou studia.

V posledńıch desetilet́ıch se s poměrným úspěchem pro hledáńı globálńıho minima

funkćı už́ıvaj́ı stochastické algoritmy zejména evolučńıho typu. Podrobný popis této

problematiky naleznete v knihách Goldgerga [8], Michalewicze [13] nebo Bäcka [2].

Rozvoj evolučńıch algoritmů je záležitost́ı posledńıch desetilet́ı a je podmı́něn roz-

vojem poč́ıtač̊u a pokroky v informatice. Přelomovými pracemi zaváděj́ıćımi biolo-

gickou terminologii do model̊u hledáńı globálńıho extrému jsou články Schwefela a

Rechenberga ze šedesátých let minulého stolet́ı o evolučńı strategii, práce L. Fogela

o evolučńım programováńı a Hollandova kniha o genetických algoritmech [9]. T́ım

byl odstartován bouřlivý rozsáhlý rozvoj evolučńıch algoritmů a jejich aplikaćı.

Evolučńı algoritmy jsou ve své podstatě jednoduchými modely Darwinovy evolučńı

teorie vývoje populaćı. Charakteristické pro ně je to, že pracuj́ı s populaćı (tvořenou

jedinci – kandidáty možných řešeńı), která se v pr̊uběhu hledáńı vyv́ıj́ı (vznikaj́ı nové

generace). Tento vývoj se uskutečňuje aplikaćı evolučńıch operátor̊u, nejd̊uležitěǰśı

evolučńı operátory jsou tyto:

• selekce – silněǰśı jedinci z populace maj́ı větš́ı pravděpodobnost svého přežit́ı i

předáńı svých vlastnost́ı potomk̊um,

• kř́ı̌zeńı (rekombinace) – dva nebo v́ıce jedinc̊u z populace si vyměńı informace

a vzniknou tak nov́ı jedinci kombinuj́ıćı vlastnosti rodič̊u,

• mutace – genetická informace zakódovaná v jedinci může být náhodně modi-

fikována.

Dále se mezi evolučńı operátory poč́ıtá migrace, která se už́ıvá v tzv. paralelńıch

evolučńıch algoritmech, kdy se modeluje vývoj v́ıce populaćı vedle sebe a jejich

vzájemné ovlivňováńı, ale takovými algoritmy se v tomto kurzu nebudeme zabývat.

Evolučńı algoritmy jsou heuristické postupy, které nějakým zp̊usobem modifikuj́ı

populaci tak, aby se jej́ı vlastnosti zlepšovaly. O některých tř́ıdách evolučńıch algo-

ritmů je dokázáno, že nejlepš́ı jedinci populace se skutečně přibližuj́ı ke globálńımu

extrému.

Evolučńı algoritmy byly a jsou předmětem intenzivńıho výzkumu a počet publikaćı

z této oblasti je velký. Jedńım z hlavńıch motiv̊u jsou předevš́ım aplikace v praktic-

kých problémech, které jinými metodami nejsou řešitelné. Daľśımi motivy pro roz-
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voj evolučńıch algoritmů jsou výzkum umělé inteligence a teorie učeńı. Tento rozvoj

nezastavil ani tzv. ”No Free Lunch Theorem”[27], který ukazuje, že nelze naj́ıt uni-

verzálně nejlepš́ı stochastický algoritmus pro globálńı optimalizaci. Porovnáváme-li

dva algoritmy, vždy lze naj́ıt skupinu problémů, ve kterých bude prvńı algoritmus

účinněǰśı a jinou skupinu problémů, ve kterých bude účinněǰśı algoritmus druhý.

Shrnut́ı:

- Populace a jej́ı vývoj

- Evolučńı operátory

- No Free Lunch Theorem

Kontrolńı otázky:

1. Č́ım jsou evolučńı algoritmy inspirovány?

2. Proč byly evolučńı algoritmy navrženy a proč jsou dále zkoumány a rozv́ıjeny?
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6.1 Genetické algoritmy

Pr̊uvodce studiem:

Tato stručná kapitola má posloužit k základńı orientaci v principech genetických

algoritmů a upozornit na postupy, které jsou inspirativńı pro jiné evolučńı algoritmy.

Poč́ıtejte asi se dvěma hodinami studia.

Genetické algoritmy od svého vzniku v 70. letech [9] představuj́ı mohutný zdroj in-

spirace pro daľśı evolučńı algoritmy, pro zkoumáńı umělé inteligence a pro rozvoj soft

computingu. O genetických algoritmech existuje řada specializovaných monografíı,

viz např. Goldberger [8], Michalewicz [13] nebo Bäck [2]. Velmi dobře a srozumitelně

napsaný úvod do genetických algoritmů najdete v dostupné knize Kvasničky, Posṕı-

chala a Tiňa [12]. Zde se omeźıme jen na stručné vysvětleńı základńıch princip̊u

těchto algoritmů.

Základńı myšlenkou genetických algoritmů je analogie s evolučńımi procesy prob́ı-

haj́ıćımi v biologických systémech. Podle Darwinovy teorie přirozeného výběru pře-

ž́ıvaj́ı jen nejlépe přizp̊usobeńı jedinci populace. Mı́rou přizp̊usobeńı je tzv. “fitness”

jedince. V biologii je fitness chápána jako relativńı schopnost přežit́ı a reprodukce

genotypu jedince. Biologická evoluce je změna obsahu genetické informace populace

v pr̊uběhu mnoha generaćı směrem k vyšš́ım hodnotám fitness. Jedinci s vyšš́ı fitness

maj́ı větš́ı pravděpodobnost přežit́ı a větš́ı pravděpodobnost reprodukce svých gen̊u

do generace potomk̊u. Kromě reprodukce se v populačńım vývoji uplatňuje i tzv.

mutace, což je náhodná změna genetické informace některých jedinc̊u v populaci.

V genetických algoritmech je fitness kladné č́ıslo přǐrazené genetické informaci je-

dince. Tato genetická informace jedince (chromozóm) se obvykle vyjadřuje bitovým

řetězcem. Populaci jedinc̊u pak modelujeme jako populaci chromozómů a každému

chromozómu (bitovému řetězci) umı́me přǐradit hodnotu účelové funkce a podle

vhodného předpisu umı́me přǐradit i jeho fitness, podrobněji viz [12]. Obvykle je

chromozómem binárńı vektor konstantńı délky k

α = (α1, α2, . . . , αk) ∈ {0, 1}k

a populace velikosti N je potom množina takových chromozómů

P = {α1,α2, . . . ,αN}
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Pokud hledáme globálńı minimum účelové funkce f , pak fitness F je nějaké zobra-

zeńı, které vyhovuje následuj́ıćı podmı́nce

f(αi) ≤ f(αj) ⇒ F (αi) ≥ F (αj) > 0, i, j = 1, 2, . . . , N

Nejjednodušš́ı zp̊usob, jak vyhovět této podmı́nce, je lineárńı zobrazeńı funkčńıch

hodnot na fitness, kdy hodnotu fitness urč́ıme podle vztahu

F (α) =
Fmax − Fmin

fmin − fmax

f(α) +
fminFmin − fmaxFmax

fmin − fmax

,

kde fmin a fmax je nejmenš́ı a největš́ı hodnota funkce v populaci, Fmin a Fmax je

minimálńı a maximálńı hodnota fitness, které obvykle voĺıme Fmax = 1 a Fmin = ϵ,

kde ϵ je malé kladné č́ıslo, např. ϵ = 0.01. Pak vztah pro fitness má tvar

F (α) =
1

fmin − fmax

[(1− ϵ)f(α) + ϵfmin − fmax] .

Hodnoty fitness je vhodné renormalizovat, tj. přepoč́ıtat tak, aby jejich součet byl

roven jedné. Renormalizovaná fitness i-tého jedince je

F ′(αi) =
F (αi)∑N
j=1 F (αj)

a tato hodnota pak udává i pravděpodobnost přežit́ı jedince a jeho účasti na repro-

dukci své genetické informace, tj. vytvořeńı potomka. Výběr (selekci) jedince s prav-

děpodobnost́ı F ′(αi) ukazuje následuj́ıćı algoritmus nazývaný také ruleta. Vstupńım

parametrem fits je vektor hodnot fitness všech jedinc̊u populace, hodnoty fitness

nemuśı být renormalizovány. Funkce vraćı č́ıslo (index) vybraného jedince, pravdě-

podobnost výběru je úměrná hodnotě fitness.
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function res=roulette_simple(fits)

%

% returns an integer from [1, length(fits)]

% with probability proportional

% to fits(i)/ sum fits

h = length(fits);

ss = sum(fits);

cp = zeros(1, h);

cp(1) = fits(1);

for i=2:h

cp(i) = cp(i-1) + fits(i);

end

cp = cp/ss;

res = 1 + fix(sum(cp < rand(1)));

Reprodukce prob́ıhá kř́ıžeńım dvou chromozómů tak, že si vyměńı své geny (části bi-

tových řetězc̊u). Ze dvou rodič̊u α,β v jednobodovém kř́ıžeńı vzniknou dva potomci

podle následuj́ıćıho schématu:

(α1, . . . , αl, α(l+1), . . . , αk) ↘ (α1, . . . , αl, β(l+1), . . . , βk)

(β1, . . . , βl, β(l+1), . . . , βk) ↗ (β1, . . . , βl, α(l+1), . . . , αk)

Bod kř́ıžeńı l se voĺı náhodně. Někdy se také už́ıvá dvoubodové kř́ıžeńı, ve kterém se

urč́ı náhodně dvě pozice pro kř́ıžeńı, l1, l2, l2 > l1 a v bitových řetězćıch se vyměńı

úseky

αl1 , . . . , αl2 ↔ βl1 , . . . , βl2

Mutace je většinou v genetických algoritmech implementována jako změna hodnoty

náhodně vybraného bitu v chromozómu, tj. hodnota 0 se změńı na 1, hodnota 1 na 0.

Mutaćı je zajǐstěno, aby mohla v populaci vzniknout genetická informace, která v ńı

v předcházej́ıćıch generaćı nebyla, nebo se obnovila genetické informace ztracené

v pr̊uběhu dosavadńıho vývoje. V d̊usledku toho pak algoritmus může uniknout

z oblasti lokálńıho minima, ke kterému by směřoval, pokud bychom už́ıvali pouze

kř́ıžeńı. Naopak, pokud bychom už́ıvali pouze mutaci, genetický algoritmus by se

choval podobně jako slepé náhodné prohledáváńı. Lze ukázat, že genetický algorit-

mus konverguje ke globálńımu extrému.

Genetické algoritmy na rozd́ıl od ostatńıch algoritmů uváděných v tomto textu repre-

zentuj́ı jedince jako bitový řetězec, nikoliv jako vektor hodnot v pohyblivé řádové

čárce. To je často výhodou při řešeńı tzv. diskrétńıch úloh globálńı optimalizace

(kombinatorické úlohy jako je problém obchodńıho cestuj́ıćıho), ale přináš́ı to kom-
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plikace v problémech, kdy je prohledávaná oblast D možných řešeńı spojitá. Pokud

bychom úseky chromozómu interpretovali jako celá č́ısla (datový typ integer), pak

se potýkáme s obt́ıž́ı, že sousedńı č́ıselné hodnoty jsou reprezentovány řetězci, které

se mohou podstatně lǐsit, dokonce i ve všech bitech, např. dekadická hodnota 7 je

binárně (0111), následuj́ıćı č́ıselná hodnota 8 je (1000). Tuto nepř́ıjemnost je nutno

v genetických algoritmech nějak ošetřit, pokud maj́ı být úspěšně použ́ıvány i pro ře-

šeńı spojitých problémů globálńı optimalizace. Je to možno řešit použit́ım Grayova

kódu [12], kdy řetězce reprezentuj́ıćı sousedńı celoč́ıselné hodnoty se lǐśı jen v jed-

nom bitu, ale přináš́ı to daľśı časový nárok na konverzi do Grayova kódu a zpět.

Byly navrženy i varianty genetických algoritmů s reprezentaćı jedince jako vektoru

č́ıselných hodnot v pohyblivé čárce. Pak je ovšem nutné už́ıvat jiné operace kř́ıžeńı

a mutace než ty, které se použ́ıvaj́ı pro bitové řetězce. Některé takové operace si

ukážeme na daľśıch evolučńıch algoritmech v tomto textu.

Shrnut́ı:

- Evoluce v biologických systémech

- Genetická informace, chromozóm, fitness

- Operátory selekce, kř́ıžeńı a mutace v genetických algoritmech

Kontrolńı otázky:

1. Proč při hledáńı globálńıho minima nelze už́ıvat jako fitness hodnotu účelové

funkce?

2. Č́ım se lǐśı dvoubodové kř́ıžeńı od jednobodového?

3. Jaká je role mutace v genetických algoritmech?
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6.2 Evolučńı strategie

Pr̊uvodce studiem:

V této kapitole jsou vysvětleny základy evolučńı strategie, která patř́ı k nejstarš́ım a

stále velmi populárńım a inspiruj́ıćım evolučńım algoritmům. Poč́ıtejte asi se třemi

až čtyřmi hodinami studia.

Původńı nejjednodušš́ı verzi algoritmu navrhli v šedesátých létech minulého stolet́ı

Schwefel a Rechenberg, když potřebovali nalézt optimálńı tvar obtékaného tělesa.

Základńı myšlenka je podobná slepému náhodnému prohledáváńı, ale rozd́ıl je v tom,

že nový bod y se generuje jako mutace bodu x tak, že jednotlivé složky vektoru x

se změńı přičteńım hodnot normálně rozdělených náhodných veličin

y = x+ u, u ∼ N(0, σ2I), (6.1)

tj. u = (U1, U2, . . . , Ud) je náhodný vektor, jehož každý prvek je náhodná veličina

Ui ∼ N(0, σ2), i = 1, 2, . . . , d a tyto veličiny jsou navzájem nezávislé. Algoritmus

lze zapsat v Matlabu takto:

function [x,fx] = es1p1(fn_name,a,b,t,sigma)

% input parameters:

% fn_name function to be minimized (M file)

% a, b row vectors, limits of search space

% t number of iterations

% sigma standard deviation (const)

% output:

% fx the minimal function value found

% x minimum found by search

d = length(a);

fx = realmax;

x = a + (b - a).*rand(1,d);

for i = 1:t

y = x + sigma*randn(1,d);

y = zrcad(y, a, b);

fy = feval(fn_name, y);

if fy < fx

x = y;

fx = fy;

end

end
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Porovnejte tento zdrojový text se zdrojovým textem algoritmu slepého prohledáváńı

v kap. 4 a uvědomte si rozd́ıly.

Evolučńı terminologíı může být tento algoritmus popsán tak, že z rodičovské gene-

race velikosti 1 vzniká generace potomk̊u rovněž velikosti 1, potomek vzniká mu-

taćı z jednoho rodiče podle rov. (6.1) a operátorem selekce je výběr lepš́ıho jedince

z dvojice (tzv. turnajový výběr). Tento algoritmus je v literatuře označován zkratkou

ES(1+1).

Př́ıklad 6.1 Porovnáme účinnost této nejjednodušš́ı varianty evolučńı strategie se

slepým náhodným prohledáváńım. Jak ze srovnáńı zdrojového kódu obou algoritmů

vid́ıme, jsou velmi podobné, evolučńı strategie má o jeden vstupńı parametr v́ıc,

a to o směrodatnou odchylku sigma, která je shodná pro všechny složky nového

generovaného bodu y a konstantńı pro celé prohledáváńı. V implementaci funkce

es1p1 je nav́ıc užito zrcadleńı, aby nově vygenerovaný bod nebyl vně prostoru D.

Pro spouštěńı experimentálńıho porovnáńı si naṕı̌seme následuj́ıćı skript, který

uspoř́ı pracné opakované zadáváńı př́ıkaz̊u z klávesnice a umožńı i zaznamenat do-

sažené výsledky z jednotlivých běh̊u do souboru, který pak bude vstupem pro statis-

tické zpracováńı výsledk̊u. Výběr úlohy k řešeńı zař́ıd́ıme vždy odstraněńım znaku %

na začátku zvoleného řádku a “vyprocentováńım” ostatńıch řádk̊u se jménem funkce

a daľśımi vstupńımi údaji. Podobný skript si můžete snadno vytvořit i pro spouštěńı

slepého prohledáváńı.

Testy provedeme na šesti testovaćıch funkćıch uvedených v kap. 3.2, dimenze pro-

blému d = 2, funkce jsou užity bez posunu (o = (0, 0), viz kap. 3.2), pro všechny

funkce je prohledáváńı ukončeno po 10 000 vyhodnoceńı funkce a pro každou úlohu

se provede 10 opakováńı. Volba hodnoty sigma je zřejmá ze zdrojového kódu spouš-

těćıho skriptu.

% start

tol=1e-4; % tolerance f(x) pro f_near

cfn=0;

s=420.968746; % pro schwefel0

% fn_name=’ackley’; b=30*ones(1,2); cxst=zeros(1,2); f_near=cfn+tol;

% fn_name=’ackley’; b=30*ones(1,5); cxst=zeros(1,5); f_near=cfn+tol;

% fn_name=’ackley’; b=30*ones(1,10); cxst=zeros(1,10); f_near=cfn+tol;

% fn_name=’ackley’; b=30*ones(1,30); cxst=zeros(1,30); f_near=cfn+tol;

fn_name=’rosen’; b=[2.048 2.048]; cxst=ones(1,2); f_near=cfn+tol;

% fn_name=’rosen’; b=2.048*ones(1,5); cxst=ones(1,5);f_near=cfn+tol;

% fn_name=’rosen’; b=2.048*ones(1,10); cxst=ones(1,10);f_near=cfn+tol;

% fn_name=’rosen’; b=2.048*ones(1,30); cxst=ones(1,30);f_near=cfn+tol;

% fn_name=’dejong1’; b=5.12*ones(1,2); cxst=zeros(1,2);f_near=cfn+tol;
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% fn_name=’dejong1’; b=5.12*ones(1,5); cxst=zeros(1,5);f_near=cfn+tol;

% fn_name=’dejong1’; b=5.12*ones(1,10);cxst=zeros(1,10);f_near=cfn+tol;

% fn_name=’dejong1’; b=5.12*ones(1,30);cxst=zeros(1,30);f_near=cfn+tol;

% fn_name=’griewank’; b=400*ones(1,2); cxst=zeros(1,2);f_near=cfn+tol;

% fn_name=’griewank’; b=400*ones(1,5); cxst=zeros(1,5);f_near=cfn+tol;

% fn_name=’griewank’; b=400*ones(1,10); cxst=zeros(1,10);f_near=cfn+tol;

% fn_name=’griewank’; b=400*ones(1,30); cxst=zeros(1,30);f_near=cfn+tol;

% fn_name=’schwefel0’;b=500*ones(1,2); cxst=s*ones(1,2);f_near=cfn+tol;

% fn_name=’schwefel0’;b=500*ones(1,5); cxst=s*ones(1,5);f_near=cfn+tol;

% fn_name=’schwefel0’;b=500*ones(1,10);cxst=s*ones(1,10);f_near=cfn+tol;

% fn_name=’schwefel0’;b=500*ones(1,30);cxst=s*ones(1,30);f_near=cfn+tol;

% fn_name=’rastrig’; b=5.12*ones(1,2); cxst=zeros(1,2);f_near=cfn+tol;

% fn_name=’rastrig’; b=5.12*ones(1,5); cxst=zeros(1,5);f_near=cfn+tol;

% fn_name=’rastrig’; b=5.12*ones(1,10);cxst=zeros(1,10);f_near=cfn+tol;

% fn_name=’rastrig’; b=5.12*ones(1,30);cxst=zeros(1,30);f_near=cfn+tol;

max_evals=5000; a=-b; d=length(a);

evals= d * max_evals;

sigma=(b - a) / 10;

sigma = mean(sigma);

fid=fopen(’es11.002’,’a’);

disp(fn_name);

for krok=1:10

disp(’krok’); disp(krok);

[xmin,fnmin] = es1p1(fn_name, a, b, evals, sigma);

fprintf(fid,’%-15s’, ’ES11’);

fprintf(fid,’%-10s %4.0f’, fn_name, d);

fprintf(fid, ’%4.0f ’, krok);

fprintf(fid, ’%8.4e ’, sigma);

fprintf(fid,’%8.0f’, evals);

fprintf(fid,’ %22.11e’, fnmin);

fprintf(fid,’%1s\n’,’ ’);

end

fclose(fid);
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V každé úloze vyhodnocujeme nalezenou pr̊uměrnou hodnotu funkce spoč́ıtanou z 10

opakováńı. Výsledky jsou uvedeny v následuj́ıćı tabulce.

blindsearch ES(1+1)

fprum std fprum std

ackley 0.6214 0.2528 0.2719 0.1937

dejong1 0.0069 0.0080 0.0002 0.0001

griewank 0.1155 0.0497 0.0291 0.0213

rastrig 0.3306 0.3900 0.0531 0.0654

rosen 0.0049 0.0083 0.0004 0.0004

schwefel0 4.3406 3.3183 130.5089 87.5699

Vid́ıme, že s výjimkou Schwefelovy funkce dosáhla i tato jednoduchá varianta evo-

lučńı strategie výrazně lepš́ıch výsledk̊u. Pr̊uměr nalezených funkčńıch hodnot je

výrazně menš́ı a také směrodatná odchylka nalezených funkčńıch hodnot je pod-

statně menš́ı než u slepého prohledáváńı. Horš́ı výsledky u Schwefelovy funkce jsou

zp̊usobeny t́ım, že prohledáváńı konč́ı v oblasti některého z lokálńıch minim a tuto

oblast neńı schopno opustit. Algoritmus ES(1+1), který využ́ıvá své “znalosti” źıs-

kané během hledáńı (byt’ jen velmi omezeně), je účinněǰśı než úplně slepé a bezhlavé

prohledáváńı.

Konec př́ıkladu.

Zaj́ımavou otázkou je to, jak volit hodnoty směrodatných odchylek pro mutaci.

V rov. (6.1) jsou všechny hodnoty σj, j = 1, 2, . . . , d shodné a konstantńı po celé

vyhledáváńı. To samozřejmě neńı nutné, každá dimenze může mı́t svou hodnotu

směrodatné odchylky, tedy budeme pracovat s vektorem směrodatných odchylek

σ = (σ1, σ2, . . . , σd)

Hodnoty směrodatných odchylek mohou být určeny jako poměrná část velikosti

hrany d-rozměrného kvádru D, tj.

σ = c(b− a) ,

kde 0 < c < 1 je zadaná konstanta. Je zřejmé, že č́ım je hodnota c větš́ı, t́ım d̊uklad-

něji bude doména D prohledávána, ale za cenu pomaleǰśı konvergence, naopak př́ılǐs

malá hodnota c zvýš́ı riziko předčasné konvergence algoritmu v lokálńım minimu.



40 6 EVOLUČNÍ ALGORITMY

Nav́ıc, vektor směrodatných odchylek nemuśı být v každém iteračńım kroku stejný,

ale hodnoty jeho prvk̊u se mohou adaptovat podle pr̊uběhu procesu vyhledáváńı.

Rechenberg studoval vliv velikosti mutace při generováńı potomka, tj. hodnot σ na

rychlost konvergence algoritmu a na dvou jednoduchých funkćıch odvodil tzv. pravi-

dlo jedné pětiny úspěšnosti. Empiricky pak byla ověřena užitečnost tohoto pravidla

i pro jiné funkce. Hodnoty směrodatných odchylek se v i-té iteraci hledáńı upravuj́ı

podle pravidla vyjádřeného rovnićı

σi =


c1 σi−1 když φ(n) < 1

5

c2 σi−1 když φ(n) > 1
5

σi−1 jinak

(6.2)

c1 < 1 a c2 > 1 jsou vstupńı parametry, kterými se ř́ıd́ı zmenšováńı či zvětšováńı

hodnot směrodatných odchylek podle relativńı četnosti úspěchu φ(n) v předcházej́ı-

ćıch n kroćıch. Úspěchem se rozumı́ to, že f(y) < f(x). Počet krok̊u n je vstupńı

parametr. Obvykle se voĺı hodnoty c1 = 0.82 a c2 = 1/c1
.
= 1.22.

Pod vlivem rozvoje jiných evolučńıch algoritmů bylo daľśım krokem v evolučńı stra-

tegii zavedeńı populace velikosti větš́ı než jedna. Označ́ıme-li velikost rodičovské po-

pulace µ a velikost populace potomk̊u λ, λ > µ, pak můžeme uvažovat o dvou vari-

antách algoritmu evolučńı strategie, v literatuře obvykle označovaných jako ES(µ+λ)

a ES(µ, λ):

• ES(µ+ λ) - generace potomk̊u je vytvořena µ jedinci s nejmenš́ımi funkčńımi

hodnotami ze všech µ + λ jedinc̊u jak rodičovské populace, tak populace po-

tomk̊u. V této variantě se dodržuje tzv. elitismus, tj. nejlepš́ı dosud nalezený

jedinec vždy přež́ıvá a přecháźı do nové generace.

• ES(µ, λ) - generace potomk̊u je vytvořena µ jedinci s nejmenš́ımi funkčńımi

hodnotami z λ jedinc̊u populace potomk̊u. Rodičovská generace je tedy kom-

pletně nahrazena nejlepš́ımi jedinci z populace potomk̊u.

Doporučuje se, aby velikost populace potomk̊u λ byla volena několikanásobně větš́ı

než velikost rodičovské populace µ. Také se uvád́ı, že varianta ES(µ, λ) obvykle kon-

verguje pomaleji než ES(µ+λ), ale s menš́ı tendenćı ukončit prohledáváńı v lokálńım

minimu.

Implementace algoritmu ES(µ+λ) s adaptaćı směrodatných odchylek podle pravidla

jedné pětiny v Matlabu je uvedena v následuj́ıćım výpisu:

function [x, fx, func_evals] =...

es_mpl(fn_name, a, b,...

M, k, lfront, my_eps, max_evals, shift)
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d = length(a);

sigma = (b - a) / 6; % initial values of sigma

fr = rand(1, lfront) < 0.2; % initial values in last lfront steps

% fr je vektor delky lfront

% s prvky 1 nebo 0 indikujicimi uspech nebo neuspech v poslednich

% lfront generovani bodu y

L = M*k; % k>1, integer, velikost generace potomku

P = zeros(M, d+1); % generace rodicu

Q = zeros(L, d+1); % generace potomku

for i=1:M

P(i,1:d) = a + (b-a).*rand(1,d);

P(i,d+1)= feval(fn_name, P(i,1:d)- shift);

end % 0-th generation initialized

P = sortrows(P, d+1);

func_evals = M;

while ((P(M,d+1) - P(1,d+1)) > my_eps)&&...

(func_evals <= d*max_evals - L) % main loop

for t = 1:k

for i = 1:M

x = P(i, 1:d);

y = x + sigma.*randn(1,d);

y = zrcad(y,a,b);

fy = feval(fn_name, y - shift);

func_evals = func_evals + 1;

Q((t-1)*M + i, :) = [y fy];

fr(1)= [];

if fy < P(i,d+1) % indikator uspechu a neuspechu

fr(end + 1) = 1;

else

fr(end + 1) = 0;

end

end

% adaptace sigma podle cetnosti uspechu a neuspechu

% v poslednich lfront krocich

if sum(fr) / lfront < 0.2

sigma = sigma * 0.82;

elseif sum(fr) / lfront > 0.2

sigma = sigma * 1.22;

end

end % vytvorena generace potomku velikosti L
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PQ =[ P; Q]; % spojeni generace rodicu a potomku

PQ = sortrows(PQ, d+1);

P = PQ(1:M,:); % nova rodicovska generace

end % main loop - end

x = P(1,1:d);

fx = P(1,d+1);

Autoři algoritmu evolučńı strategie v minulosti museli čelit výtkám, že evolučńı

strategie z osvědčených evolučńıch operátor̊u v̊ubec nevyuž́ıvá kř́ıžeńı. Proto byly

navrženy pokročileǰśı varianty evolučńı strategie, ve kterých je kř́ıžeńı obsaženo. Zá-

kladńı idea takového kř́ıžeńı spoč́ıvá v tom, že u každého jedince v populaci je kromě

souřadnic v prostoruD uchováván i jeho vektor směrodatných odchylek. Vektor smě-

rodatných odchylek potomka se pak generuje kř́ıžeńım s náhodně vybraným jiným

jedincem. Máme-li dva rodiče r, s s vektory směrodatných odchylek σr, σs, pak

vektor směrodatných odchylek jejich potomka je určován např. jako

σ =
σr + σs

2
,

což je tzv. kř́ıžeńı pr̊uměrem, nebo podle nějakého podobného pravidla pro kř́ıžeńı.

Pro funkce, u kterých se dá očekávat globálńı minimum v protáhlém údoĺı, jehož směr

neńı rovnoběžný se žádnou dimenźı prostoru D, je vhodné už́ıt ještě sofistikovaněǰśı

variantu evolučńı strategie, v ńıž u každého jedince v populaci se kromě souřadnic

v prostoru D a jeho vektoru směrodatných odchylek uchovávaj́ı i mimodiagonálńı

prvky kovariančńı matice rozměru (d × d). Nový bod vzniká mutaćı, tj. přičteńım

náhodného vektoru u ∼ N(0,Σ), kde Σ je kovariančńı matice vektor̊u souřadnic

bod̊u v populaci. Také kř́ıžeńı může prob́ıhat nejen na vektorech směrodatných od-

chylek, ale na celé kovariančńı matici. Takové modifikace evolučńı strategie jsou

v literatuře označovány zkratkou CMES (Covariance Matrix Evolution Strategy).

Jsou však nejenom implementačně podstatně náročněǰśı, ale také maj́ı větš́ı pamě-

t’ové nároky i větš́ı časovou spotřebu na jeden iteračńı krok. Proto se už́ıvaj́ı sṕı̌se

jen u problémů, kdy vyhodnoceńı účelové funkce je časově náročné a sńıžeńı počtu

vyhodnoceńı funkce uspoř́ı v́ıce času, než který je spotřebován na opakované vyhod-

nocováńı kovariančńı matice a složitěǰśı kř́ıžeńı. Mı́sto kovarianćı dvojic souřadnic

se mohou už́ıvat směrové úhly, které lze z kovariančńı matice snadno vyhodnotit.

Porovnáme-li evolučńı strategii ES (µ + λ) s algoritmem CRS, mohli bychom CRS

označit jako evolučńı algoritmus typu (µ+ 1), nebot’ nová generace má jen jednoho

jedince, který může nahradit nejhorš́ıho jedince v populaci. Stejně jako v ES(µ+ λ)

se spojuje stará a nová generace a z této spojené populace přež́ıvá µ nejlepš́ıch

jedinc̊u, tedy už́ıvá se elitismus. Na rozd́ıl od evolučńı strategie se nový bod v CRS

negeneruje mutaćı přičteńım normálně rozděleného náhodného vektoru, ale lokálńı
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heuristikou, např. reflex́ı náhodně vybraného simplexu, kterou můžeme považovat

za kombinaci mutace a kř́ıžeńı.

Shrnut́ı:

- mutace v evolučńı strategii, jej́ı ř́ıdićı parametry

- algoritmus ES (1+1)

- adaptace hodnot směrodatných odchylek

- ES(µ+ λ) a ES(µ, λ), elitismus

Kontrolńı otázky:

1. Co je pravidlo jedné pětiny a k čemu se už́ıvá?

2. Porovnejte výhody a nevýhody variant ES(µ, λ) a ES(µ+ λ).

3. Jak je pravidlo jedné pětiny implementováno ve variantě ES(µ+λ) v Matlabu

a kterým parametrem ř́ıd́ıme délku sledovaného počtu předchoźıch iteraćı?

4. Jak byste porovnali účinnosti algoritmu ES(µ+λ) a ES (1+1) experimentálně?

O kterém z těchto algoritmů se domńıváte, že bude účinněǰśı?
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6.3 Diferenciálńı evoluce

Pr̊uvodce studiem:

V této kapitole se seznámı́te s algoritmem diferenciálńı evoluce. Tento algoritmus byl

navržen nedávno a poprvé publikován v roce 1995. Během několika let se stal velmi

populárńı, byl podrobně studován na mnoha pracovǐst́ıch a je často aplikován na

problémy hledáńı globálńıho minima. Je to př́ıklad jednoduchého heuristického hle-

dáńı, ve kterém se už́ıvaj́ı evolučńı operátory. Poč́ıtejte asi se třemi až pěti hodinami

studia.

Diferenciálńı evoluce (DE) je postup heuristického hledáńı minima funkćı, který

navrhli R. Storn a K. Price [20] v devadesátých letech. Experimentálńı výsledky

z testováńı i zkušenosti z četných aplikaćı ukazuj́ı, že často konverguje rychleji než

jiné stochastické algoritmy pro globálńı optimalizaci.

Algoritmus diferenciálńı evoluce vytvář́ı novou generaci Q tak, že postupně pro

každý bod xi ze staré generace P vytvoř́ı jeho potenciálńıho konkurenta y a do nové

populace z této dvojice zařad́ı bod s nižš́ı funkčńı hodnotou. Algoritmus můžeme

v pseudokódu zapsat takto:

generuj počátečńı populaci P (N bod̊u náhodně v D)

repeat

for i := 1 to N do

generuj vektor u mutaćı

vytvoř vektor y kř́ıžeńım u a xi

if f(y) < f(xi) then do Q zařad’ y

else do Q zařad’ xi

endfor

P := Q

until podmı́nka ukončeńı

Generováńı vektoru u představuje v DE mutaci, tento vektor-mutant je pak jedńım

z rodičovských vektor̊u pro kř́ıžeńı, druhým rodičem je aktuálńı protěǰsek ve staré

generaci, nový zkusmý bod y je tedy produktem evolučńıch operátor̊u mutace a

kř́ıžeńı, selekce se provád́ı turnajem s jeho protěǰskem ve staré generaci.

Je několik možných zp̊usob̊u mutace a dva druhy kř́ıžeńı. Varianty těchto r̊uzných

strategíı diferenciálńı evoluce se často označuj́ı zkratkou DE/m/a/k, kdem znamená

užitý zp̊usob mutace, a je počet rozd́ıl̊u (diferenćı) vektor̊u v operaci mutace a k je

typ kř́ıžeńı.
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Nejčastěji už́ıvanou mutaćı v DE je postup označovaný rand/1/, který generuje bod

u ze tř́ı bod̊u ze staré populace podle vztahu

u = r1 + F (r2 − r3), (6.1)

r1, r2, r3 jsou navzájem r̊uzné body náhodně vybrané z populace P r̊uzné od aktu-

álńıho bodu xi, F > 0 je vstupńı parametr. Generováńı bodu u podle rovnice (6.1)

je graficky znázorněno následuj́ıćım obrázkem.
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Daľśı často už́ıvaný druh mutace využ́ıvá nejlepš́ı bod z populace P a čtyři daľśı

náhodně vybrané body podle vztahu

u = xbest + F (r1 + r2 − r3 − r4), (6.2)

kde r1, r2, r3, r4 jsou navzájem r̊uzné body náhodně vybrané z populace P r̊uzné od

aktuálńıho bodu xi i od bodu xbest s nejnižš́ı funkčńı hodnotou v populaci P . F > 0

je opět vstupńı parametr. V (6.2) vid́ıme, že k vektoru xbest se přič́ıtaj́ı dva rozd́ıly

náhodně vybraných vektor̊u násobené F , proto je tato mutace označována best/2/.

Kaelo a Ali [11] navrhli modifikovat mutaci rand/1/ tak, že vektor r1 v (6.1) je

ten s nejmenš́ı funkčńı hodnotou mezi vektory r1, r2 a r3. Označuj́ı takovou mu-

taci jako náhodnou lokalizaci (random localization) a tuto mutaci můžeme označit

jako randrl/1/. V rozsáhlých experimentálńıch testech ukázali, že oproti rand/1/

tato mutace snižuje počet vyhodnoceńı potřebných k dosažeńı podmı́nky ukončeńı

až o třetinu a většinou je zachována spolehlivost dobrého přibĺıžeńı ke globálńımu

minimu.
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V posledńı době se v některých variantách DE už́ıvá mutace current-to-best/2/,

která generuje vektor u podle vztahu

u = xi + F (xbest − xi) + F (r1 − r2) (6.3)

Tato mutace má podobně jako (6.2) tendenci zrychlovat konvergenci algoritmu a

zvyšovat riziko předčasné konvergence v lokálńım minimu.

Kromě uvedených druh̊u mutace se v literatuře objevuje i celá řada daľśıch, ale

mutace rand/1/ je stále v aplikaćıch DE nejčastěji už́ıvanou.

Nový vektor y vznikne kř́ı̌zeńım vektoru u a vektoru xi. V diferenciálńı evoluci se

už́ıvaj́ı dva typy kř́ıžeńı, a to binomické kř́ıžeńı a exponenciálńı kř́ıžeńı. Oba typy

kř́ıžeńı byly navrženy v prvńıch publikaćıch o DE [20].

V binomickém kř́ıžeńı vznikne vektor y tak, že kterýkoli prvek tohoto vektoru může

roven bud’ odpov́ıdaj́ıćımu prvku vektoru xi nebo odpov́ıdaj́ıćımu prvku vektoru

u. Pravděpodobnost, že ve vektoru y bude prvek vektoru u je úměrná hodnotě

zadaného vstupńıho parametru CR. Binomické kř́ıžeńı prob́ıhá podle následuj́ıćıho

pravidla:

yj =

{
uj když Rj ≤ CR nebo j = I

xij když Rj > CR a j ̸= I ,
(6.4)

kde I je náhodně vybrané celé celé č́ıslo z {1, 2, . . . , d}, Rj ∈ (0, 1) jsou voleny

náhodně a nezávisle pro každé j a CR ∈ [0, 1] je vstupńı parametr. Z pravidla

(6.4) vid́ıme, že nejméně jeden prvek vektoru u přecháźı do nového bodu zkusmého

y, dokonce i při volbě CR = 0. Strategie diferenciálńı evoluce už́ıvaj́ıćı binomiálńı

kř́ıžeńı se označuj́ı zkratkou DE/m/a/bin.

V exponenciálńım kř́ıžeńı se vyměňuje náhodně určený počet sousedńıch prvk̊u vek-

tor̊u. V tom je exponenciálńı kř́ıžeńı podobné dvoubodovému kř́ıžeńı popsaném v ge-

netických algoritmech. Počátečńı pozice pro kř́ıžeńı se vybere náhodně z {1, . . . , d}
a pak L následuj́ıćıch prvk̊u (poč́ıtáno cyklicky, tj. za d-tým prvkem následuje prvńı

prvek vektoru) se vlož́ı z vektoru u. Jeden prvek vektoru u se vlož́ı vždy, prav-

děpodobnost vložeńı daľśıch prvk̊u pak klesá exponenciálně. Strategie diferenciálńı

evoluce už́ıvaj́ıćı exponenciálńı kř́ıžeńı se označuj́ı zkratkou DE/m/a/exp. Popsané

exponenciálńı kř́ıžeńı lze snadno implementovat využit́ım cyklu while pro zvětšo-

váńı počtu prvk̊u z vektoru u, jak je ukázáno v následuj́ıćım zdrojovém textu funkce

rand1_exp, která vytvoř́ı nový pokusný bod y strategíı DE/rand/1/exp.



6.3 Diferenciálńı evoluce 47

% rand/1/exp

function y = rand1_exp(P, F, CR, expt)

N = length(P(:, 1));

d = length(P(1,:)) - 1;

y = P(expt(1),1:d); % expt(1) je index akt. radku v P

vyb = nahvyb_expt(N, 3, expt); % three random points without expt

r1 = P(vyb(1),1:d);

r2 = P(vyb(2),1:d);

r3 = P(vyb(3),1:d);

u = r1 + F*(r2 - r3);

nah_pozice = 1 + fix(d*rand(1));

pridej = 0;

while rand(1) < CR && pridej < d - 1

pridej = pridej + 1;

end

delka_nazacatku = nah_pozice + pridej - d;

if delka_nazacatku <= 0

indexy_zmeny = nah_pozice: nah_pozice + pridej;

else

indexy_zmeny = [1: delka_nazacatku, nah_pozice:d];

end

y(indexy_zmeny)= u(indexy_zmeny);

Pravděpodobnost pm zařazeńı prvk̊u mutačńıho vektoru u do zkusmého vektoru y

je možno definovat jako středńı hodnotu relativńı četnosti těchto prvk̊u, tj. pm =

E(L)/d. Vztah mezi touto pravděpodobnost́ı pm a ř́ıdićım parametrem CR podrobně

studovala Zaharie [28]. U binomického kř́ıžeńı je tato závislost lineárńı,

pm = CR(1− 1/d) + 1/d, (6.5)

zat́ımco pro exponenciálńı kř́ıžeńı je tato závislost silně nelineárńı a odchylka od

linearity se zvětšuje s rostoućı dimenźı prohledáváného prostoru.

pm =
1− CRd

d(1− CR)
, pro CR < 1. (6.6)

Graf závislosti CR a pm pro d = 18 je na následuj́ıćım obrázku. Nelinearitu této

závislosti pro exponenciálńı kř́ıžeńı je nutno vźıt v úvahu při zadáváńı hodnoty

parametru CR. Např. pro tuto dimenzi problému, chceme-li dosáhnout pm
.
= 0.5, je

nutno zadat CR
.
= 0.9.
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Výhodou algoritmu diferenciálńı evoluce je jeho jednoduchost a výpočetně nenáročné

generováńı nového bodu y, které lze nav́ıc velmi efektivně implementovat. Pro zvo-

lenou strategii DE/m/a/k je potřeba zadat jen tři hodnoty ř́ıdićıch parametr̊u, a to

velikost populace N , hodnotu parametru F pro mutaci a hodnotu parametru CR

pro kř́ıžeńı. Nevýhodou je poměrně velká citlivost algoritmu na nastaveńı hodnot

parametr̊u F a CR. Storn a Price doporučuj́ı volit hodnoty N = 10d, F = 0.8 a

CR = 0.5 a pak tyto hodnoty modifikovat podle empirické zkušenosti z pozorovaného

pr̊uběhu hledáńı. To je ovšem doporučeńı velmi vágńı a časově náročné. Důležitá je i

zkušenost a dobrá intuice řešitele problému. Většinou lze už́ıt hodnoty 0.5 ≤ F ≤ 1

a hodnoty CR z celého oboru, 0 ≤ CR ≤ 1. Také velikost populace N často postač́ı

menš́ı než N = 10d, t́ım je možné zvýšit rychlost konvergence, ale současně se při

menš́ı velikosti populace zvyšuje riziko předčasné konvergence.

Citlivost algoritmu DE na nastaveńı hodnot ř́ıdićıch parametr̊u vedla k r̊uzným ná-

vrh̊um adaptivńıch verźı DE, ve kterých se hodnoty ř́ıdićıch parametr̊u měńı adap-

tivně podle řešeného problému v pr̊uběhu prohledáváńı, takže uživatel pouze nastav́ı

jejich počátečńı hodnoty nebo dokonce se nemuśı o nastaveńı parametr̊u starat v̊u-

bec. Př́ıkladem takového postupu je adaptivńı nastaveńı parametru F , který navrhli

Ali a Törn. Hodnota parametru F se v každé generaci měńı podle adaptivńıho pra-

vidla

F =

{
max(Fmin, 1− |fmax

fmin
|) if |fmax

fmin
| < 1

max(Fmin, 1− | fmin

fmax
|) jinak,

(6.7)

kde fmin, fmax jsou minimálńı a maximálńı funkčńı hodnoty v populaci P a Fmin

je vstupńı parametr, který zabezpečuje, aby bylo F ∈ [Fmin, 1). Autoři doporučuj́ı

volit hodnotu Fmin ≥ 0.45. Předpokládá se, že tento zp̊usob výpočtu F udržuje

prohledáváńı diverzifikované v počátečńım stádiu a intenzivněǰśı v pozděǰśı fázi pro-

hledáváńı, což obvykle zvyšuje spolehlivost hledáńı i rychlost konvergence. Některé
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daľśı možnosti adaptace vyhledávaćı strategie pro hledáńı globálńıho minima uká-

žeme v závěrečné kapitole tohoto učebńıho textu.

Porovnáme-li diferenciálńı evoluci s algoritmem CRS, vid́ıme, že v diferenciálńı evo-

luci se nenahrazuje nejhorš́ı bod v populaci, ale pouze horš́ı bod ve dvojici, což

zabezpečuje větš́ı diverzitu bod̊u populace po deľśı obdob́ı, takže při stejné velikosti

populace DE ve srovnáńı s CRS má většinou menš́ı tendenci ukončit prohledáváńı

v lokálńım minimu, ale za to plat́ıme pomaleǰśı konvergenćı při stejné podmı́nce

ukončeńı.

Nejčastěji už́ıvanou variantou diferenciálńı evoluce je DE/rand/1/bin. Jak uvid́ıme

v následuj́ıćım zdrojovém textu, jej́ı naprogramováńı v Matlabu je velmi snadné a

lze ji zapsat na zhruba 25 řádćıch, pokud využijeme funkce zrcad a nahvyb_expt

popsané v předcházej́ıćıch kapitolách a funkci rand1_bin, která vytvoř́ı nový zkusmý

bod y mutaćı rand/1/ a binomickým kř́ıžeńım, zdrojový text této funkce následuje.

function y = rand1_bin(P, F, CR, expt)

N = length(P(:,1));

d = length(P(1,:)) - 1;

y = P(expt(1),1:d);

vyb = nahvyb_expt(N, 3, expt); % three random points without expt

r1 = P(vyb(1),1:d);

r2 = P(vyb(2),1:d);

r3 = P(vyb(3),1:d);

u = r1 + F*(r2 - r3);

change = find(rand(1,d) < CR);

if isempty(change) % at least one element is changed

change = 1 + fix(d*rand(1));

end

y(change) = u(change);
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function [x_star,fn_star,func_evals] = ...

de_rand1_bin(fn_name, a, b, N, my_eps, max_evals, F, CR, shift)

% input parameters:

% a, b row vectors, limits of search space, a < b

% N size of population

% my_eps small positive value for stopping criterion

% max_evals max. evals per one dimension of search space

% F,CR mutation parameters

% output:

% fn_star the minimal function value found by MCRS

% x_star global minimum found by search

% func_evals number of func_evals for reaching stop

d = length(a);

P = zeros(N,d+1);

for i=1:N

P(i,1:d) = a + (b - a).*rand(1,d);

P(i,d+1) = feval(fn_name, P(i,1:d)-shift);

end % 0-th generation initialized

fmax = max(P(:,d+1));

[fmin, indmin] = min(P(:,d+1));

func_evals = N; Q = P;

while (fmax-fmin > my_eps) && (func_evals < d*max_evals) % main loop

for i=1:N % in each generation

y = rand1_bin(P ,F, CR, i);

y = zrcad(y, a, b); % perturbation

fy = feval(fn_name, y-shift);

func_evals = func_evals + 1;

if fy < P(i,d+1) % trial point y is good

Q(i,:) = [y fy];

end

end % end of generation

P = Q;

fmax = max(P(:,d+1));

[fmin,indmin] = min(P(:,d+1));

end % main loop - end

x_star = P(indmin,1:d);

fn_star = fmin;
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Shrnut́ı:

- Mutace jako přičteńı rozd́ılu vektor̊u náhodně vybraných z populace

- Kř́ıžeńı výměnou náhodně vybraných prvk̊u vektoru

- Binomické kř́ıžeńı, exponenciálńı kř́ıžeńı

- Výběr lepš́ıho z dvojice (selekce turnajem)

Kontrolńı otázky:

1. Jaké jsou hlavńı odlǐsnosti ř́ızeného náhodného výběru a diferenciálńı evoluce?

2. Č́ım se lǐśı binomické a exponenciálńı kř́ıžeńı?

3. Proč muśı být F ̸= 0? Co by se stalo, kdybychom zadali F < 0?

4. Co zp̊usob́ı zadáńı CR = 0 nebo CR = 1? Bude se pak lǐsit binomické kř́ıžeńı

od exponenciálńıho?
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6.4 Experimentálńı porovnáńı jednoduchých evolučńıch al-

goritmů

Pr̊uvodce studiem:

V této kapitole si ukážeme experimentálńı porovnáńı tř́ı jednoduchých evolučńıch

algoritmů na šesti testovaćıch funkćıch při dvou úrovńıch dimenze úloh. Poč́ıtejte

asi se dvěma hodinami studia.

Máme porovnat účinnost tř́ı jednoduchých algoritmů na 6 testovaćıch funkćıch z ka-

pitoly 3.2 pro dimenze problému d = 2 a d = 10. U čtyřech funkćı s globálńım

minimem v bodě x∗ = (0, 0, . . . , 0) užijeme náhodný posun popsaný v kapitole 3.2.

Testovány jsou tyto algoritmy

• Ř́ızené náhodné prohledáváńı (CRS) se znáhodněnou reflex́ı simplexu podle

(5.2), α = 4, velikost populace byla N = 10d.

• Evolučńı strategie ES(µ, λ) s adaptaćı velikosti směrodatných odchylek podle

pravidla jedné pětiny, µ = 10d a λ = 4 µ.

• Diferenciálńı evoluce DE/rand/1/bin s parametry F = 0.5 a CR = 0.5.

Velikost populace byla N = 5d.

Pro každou úlohu bylo provedeno 100 opakováńı. Ve všech úlohách byla stejná pod-

mı́nka ukončeńı, hledáńı bylo ukončeno, když rozd́ıl mezi největš́ı a nejmenš́ı funkčńı

hodnotou v populaci byl menš́ı než 1e−6 nebo počet vyhodnoceńı funkćı dosáhl hod-

notu 20000 d. Za úspěšné hledáńı bylo považováno nalezeńı bodu s funkčńı hodnotou

menš́ı než 1e− 4.

Sledována byla spolehlivost algoritmů v nacházeńı správného řešeńı tj. počet běh̊u,

kdy nalezená minimálńı hodnota funkce je menš́ı než 1e − 4 (v tabulkách je hod-

nota spolehlivosti uvedena ve sloupci R) a časová náročnost algoritmů vyjádřená

jako pr̊uměrný počet vyhodnoceńı funkce potřebný k dosažeńı podmı́nky ukončeńı,

v tabulkách ve sloupci nfe. Tabulky následuj́ı dále v textu.

V úlohách s d = 2 měl nejvyšš́ı spolehlivost algoritmus CRS, nejrychleji podmı́nky

ukončeńı dosahoval algoritmus DE/rand/1/bin se spolehlivost́ı srovnatelnou s algo-

ritmem ES(µ, λ), ovšem tento algoritmus měl podstatně vyšš́ı časové nároky než

diferenciálńı evoluce. Povšimněme si výsledk̊u u Rosenbrockovy funkce. Tam s da-

leko nejmenš́ımi časovými nároky dosahoval spolehlivosti 100 (všechny běhy na-

lezly správné řešeńı), zat́ımco u jiných funkćı byly jeho časové nároky srovnatelné

s ES(µ, λ) a výrazně vyšš́ı oproti DE/rand/1/bin. Je to jedna z ukázek d̊usledku No
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free lunch teorému, nějaký algoritmus je efektivńı jen pro nějakou skupinu problémů,

v jiných problémech jsou jiné algoritmy efektivněǰśı.

d = 2

Algoritmus → CRS ES(µ, λ) DE/rand/1/bin

Funkce↓ R nfe R nfe R nfe

ackley 100 2053 87 2988 94 810

dejong1 100 735 100 1715 98 421

griewank 80 3893 27 2284 70 1234

rastrig 94 1768 80 2158 84 654

rosen 100 947 83 8438 66 1554

schwefel0 94 1293 96 2360 76 636

pr̊uměr 95 1781 79 3324 81 885

d = 10

Algoritmus → CRS ES(µ, λ) DE/rand/1/bin

Funkce↓ R nfe R nfe R nfe

ackley 19 12230 6 32212 100 15756

dejong1 99 7911 100 26068 100 7728

griewank 19 15650 0 34072 100 37392

rastrig 1 53392 0 30188 100 30920

rosen 75 53019 0 199700 0 198601

schwefel0 0 200000 0 34024 99 13644

pr̊uměr 36 57034 18 59377 83 50673

V úlohách s d = 10 je jasným v́ıtězem algoritmus DE/rand/1/bin, který v pěti tes-

tovaćıch úlohách dosáhl téměř 100% spolehlivosti většinou i s nejmenš́ımi časovými

nároky. Ovšem kompletně selhal v hledáńı minima Rosenbrockovy funkce, kde byl

opět nejúspěšněǰśı algoritmus CRS. Testovaná varianta evolučńı strategie zcela se-

lhala na 4 testovaćıch funkćıch a dokonce i k řešeńı nejjednodušš́ıho problému (De

Jongova prvńı funkce) potřebovala nesrovnatelně větš́ı čas než ostatńı dva algoritmy.

Experimenty ukázaly, že i velmi jednoduché varianty stochastických algoritmů jsou

schopny vyřešit některé úlohy, ale rozhodně nemůžeme spoléhat na to, že vyřeš́ı
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každou úlohu. To ostatně nemůžeme očekávat od žádného stochastického algoritmu.

Téměř jistě by bylo možno i pro jednoduché algoritmy v tomto testu naj́ıt jiné

nastaveńı hodnot ř́ıdićıch parametr̊u, pro které by pak dosáhly lepš́ıch výsledk̊u. Ale

takové hledáńı vhodných hodnot ř́ıdićıch parametr̊u pro řešený problém je časově

náročné a jeho jediný smysl je źıskat zkušenosti v tomto nastavováńı, které pak

lze v omezené mı́̌re využ́ıt i pro jiné úlohy. Vhodněǰśı cesta je hledáńı adaptivńıch

algoritmů, které si měńı hodnoty ř́ıdićıch parametr̊u v pr̊uběhu řešeńı konkrétńı

úlohy samy, a tak dosahuj́ı vyšš́ı účinnosti pro širš́ı tř́ıdu optimalizačńıch problémů.

Shrnut́ı:

- Experimentálńı porovnáńı účinnosti stochastických algoritmů

- Spolehlivost, časová náročnost algoritmu

- Popis experimentu, prezentace a interpretace výsledk̊u

Kontrolńı otázky:

1. Co je nutné specifikovat v popisu experimentu?

2. Které veličiny charakterizuj́ı účinnost algoritmu?

3. Lze dosažené výsledky nějak od̊uvodnit?
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7 Algoritmy modeluj́ıćı chováńı skupin

Mezi stochastickými algoritmy pro řešeńı problému globálńı optimalizace maj́ı vý-

znamné mı́sto algoritmy, které modeluj́ı sociálńı chováńı skupiny (hejna, smečky,

kolonie) živých jedinc̊u. Někdy jsou označovány jako modely particle swarm in-

telligence [6], což bychom mohli přeložit jako kolektivńı inteligence skupiny. Tyto

algoritmy se podobaj́ı evolučńım algoritmům v tom, že jde o modely interakce v́ıce

kandidát̊u řešeńı, ale lǐśı se ve zp̊usobu modelováńı interakce mezi jedinci. V evo-

lučńıch algoritmech máme populaci, která se vyv́ıj́ı t́ım, že prob́ıhá výběr silněǰśıch

jedinc̊u, jejich kř́ıžeńı a mutace jejich genetického kódu. U algoritmů popisovaných

v této kapitole máme skupinu (do jisté mı́ry je to analogie populace), ale jej́ı po-

hyb v prohledávaném prostoru řešeńı se ř́ıd́ı pravidly skupinového chováńı. Mezi

nejpopulárněǰśı algoritmy této kategorie patř́ı Particle Swarm Optimization (PSO),

Self-Organizing Migration Algorithm (SOMA) a algoritmus mravenč́ı kolonie (Ant

Colony). S principy některých takových algoritmů se seznámı́me v této kapitole a

ukážeme si také, jak mohou být implementovány v Matlabu.

7.1 Algoritmus PSO

Pr̊uvodce studiem:

V této kapitole se seznámı́te s principy algoritmu PSO, který vznikl jako model

chováńı skupiny (hejna) ryb nebo pták̊u. Poč́ıtejte asi se čtyřmi až šesti hodinami

studia.

Algoritmus Particle Swarm Optimization (PSO), který jste se už možná poznali

v předmětu Úvod do soft computingu [21], byl inspirován chováńım hejn ryb a

pták̊u. Jedinci v takových hejnech maj́ı své individuálńı chováńı a současně jsou

ovlivňováni ostatńımi členy hejna. Představme si, že celé hejno tvořené N jedinci

hledá nějaký společný ćıl a pohybuje se po etapách směrem k tomuto ćıli. Změna

pozice jedince v dané etapě je dána jeho rychlost́ı (jak v́ıte ze základńı školy, rychlost

je dráha uražená za jednotku času). Necht’ tedy etapa trvá jednu časovou jednotku

a etapy postupného pohybu jedinc̊u hejna oč́ıslujeme 0, 1, 2, . . .. Pozici i-tého jedince

na začátku následuj́ıćı etapy urč́ıme tak, že k jeho současné pozici xi přičteme dráhu,

kterou v nyněǰśı etapě jedinec uraźı (tj. rychlost násobena délkou trváńı etapy, ale

už jsme se dohodli, že etapa trvá jednotkový čas, takže násobeńı jedničkou můžeme

vynechat). Pak nová pozice i-tého jedince v etapě t+ 1 je dána vztahem

xi(t+ 1) = xi(t) + vi(t+ 1). (7.1)
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Rychlost jedince v aktuálńı etapě je ovlivňována jednak minulost́ı tohoto jedince,

jednak minulost́ı celého hejna. Jak jedinec, tak i ostatńı členové hejna źıskali v mi-

nulosti nějaké znalosti o prohledávaném prostoru. Nejjednodušeji můžeme vyjádřit

rychlost i-tého jedince v etapě t+ 1 takto:

vi(t+ 1) = ωvi(t) + φ1u1 ⊗ (pi − xi) + φ2u2 ⊗ (g − xi) (7.2)

Koeficienty ω, φ1, φ2 jsou vstupńı ř́ıdićı parametry algoritmu, u1, u2 jsou vektory

dimenze d, jejichž prvky jsou nezávislé náhodné hodnoty rovnoměrně rozdělené na

intervalu [0, 1), který v Matlabu můžeme vygenerovat př́ıkazem rand(1,d). Symbol

⊗ znač́ı násobeńı dvou vektor̊u po složkách, v Matlabu se pro tuto operaci už́ıvá

operátor .*.

Vid́ıme, že rychlost i-tého jedince v etapě t+ 1 je tvořena třemi složkami

• Rychlost́ı i-tého jedince v minulé etapě vi(t), tedy setrvačná složka vyjadřuj́ıćı

směr, kterým je jedinec rozběhnut. Tato rychlost je násobena váhou setrvač-

nosti ω, která se obvykle voĺı ω < 1. Č́ım menš́ı je hodnota ω, t́ım v́ıce jedinec

“zapomı́ná” svou rychlost z minulé etapy.

• Druhý člen φ1u1 ⊗ (pi − xi) je určován minulost́ı jedince, pi je poloha bodu

s nejmenš́ı funkčńı hodnotou, kterou i-tý jedinec našel od začátku prohledá-

váńı. Hodnota pi bývá v praćıch zabývaj́ıćıch se PSO označována jako personal

best (pbest). Tento člen odráž́ı to, co se jedinec ve své minulosti naučil, označuje

se jako kognitivńı složka rychlosti, někdy také jako nostalgie, protože vyjadřuje

sklon jedince k návratu do nejlepš́ıho bodu své minulosti.

• Třet́ı člen φ2u2 ⊗ (g − xi) je určován minulost́ı celého hejna, bod g (global

best, gbest) je poloha bodu s nejmenš́ı funkčńı hodnotou, která byla nalezena

hejnem od začátku prohledáváńı. Tento člen je sociálńı složka rychlosti, nebot’

modeluje vliv společnosti (hejna) na chováńı jedince, tedy něco jako podlehnut́ı

vlivu okoĺı nebo davové psychóze.

Geometrický význam skládáńı vektor̊u podle vztah̊u (7.1) a (7.2) je znázorněn na

následuj́ıćım obrázku. Povšimněme si, že vektor kognitivńı složky φ1u1 ⊗ (pi − xi)

“nemı́̌ŕı” př́ımo do bodu pbest a podobně ani vektor sociálńı složky φ2u2 ⊗ (g−xi)

“nemı́̌ŕı” př́ımo do bodu gbest. Je to zp̊usobeno t́ım, že v obou těchto složkách je

vektor rozd́ılu násoben náhodným vektorem, takže směr je ovlivňován i náhodou a

je pouze přibližně do bod̊u pbest, resp. gbest.

Takto stručný popis nám stač́ı k tomu, abychom mohli implementovat základńı nej-

jednodušš́ı verzi algoritmu PSO. Pozice jedinc̊u v nulté etapě se vygeneruj́ı náhodně

rovnoměrně rozdělené v prohledávaném prostoru D. Podobně i počátečńı rychlosti

se vygeneruj́ı náhodně. Zápis tohoto algoritmu v Matlabu následuje za obrázkem.
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function [xmin, fmin, func_evals, evals_near]=...

pso1(fn_name, a, b, N, fi1, fi2, omega, ...

my_eps, max_evals, shift, fnear)

%

d=length(a);

P=zeros(N,d+1); % alokace pameti pro P

v=zeros(N,d); % alokace pameti pro v

vmax=(b-a)/6; % pro generovani pocatecnich rychlosti

size(vmax)

for i=1:N

P(i,1:d)=a+(b-a).*rand(1,d);

P(i,d+1)=feval(fn_name,P(i,1:d)-shift);

v(i,:)= -vmax + 2*vmax.*rand(1,d);

end % 0-th generation initialized

func_evals=N; evals_near=0;

pbest=P; % nejlepsi pozice jedincu na pocatku = pocatecni pozice

[gbest_fun,indgbest]=min(pbest(:,d+1));

gbest=P(indgbest,:);

fmax=max(P(:,d+1));

fmin=min(P(:,d+1));

while (fmax-fmin > my_eps) && (func_evals < d*max_evals)

for i=1:N % in each generation
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x=P(i,1:d); % pozice i-teho jedince

v(i,:)=omega*v(i,:)+fi1*rand(1,d).*(pbest(i,1:d)-x)...

+fi2*rand(1,d).*(gbest(1:d)-x);

y = x + v(i,:); % nova pozice

y=zrcad(y,a,b); % zabranuje opustit definicni obor D

fy=feval(fn_name,y-shift);

P(i,:)=[y,fy]; % zapis novou pozici a funkcni hodnotu

func_evals=func_evals+1;

if fy < pbest(i,d+1) % aktualizace pbest

pbest(i,:)= [y,fy]; % prepis pbest

end

if fy < gbest(d+1) % aktualizace gbest

gbest=[y, fy];

end

end % end of generation

fmax=max(P(:,d+1));

fmin=min(P(:,d+1));

if evals_near==0 && fmin<fnear

evals_near=func_evals;

end

end % end while

fmin=gbest(d+1);

xmin=gbest(1:d);

Tato základńı verze algoritmu PSO byla v pr̊uběhu posledńıch let mnohokrát zdoko-

nalována. Jedńım z takových krok̊u bylo zavedeńı koeficientu sevřeńı (coefficient of

constriction). T́ım se drobně změńı vztah (7.2) pro určeńı rychlosti jedince v etapě

t+ 1:

vi(t+ 1) = χ [vi(t) + φ1u1 ⊗ (pi − xi) + φ2u2 ⊗ (g − xi)] , (7.3)

kde koeficient sevřeńı χ je určen vztahem

χ =
2κ

φ− 2 +
√
φ2 − 4φ

,

kde φ = φ1 + φ2 a κ je vstupńı parametr ovlivňuj́ıćı velikost koeficientu sevřeńı.

Obvykle se voĺı κ ≈ 1. Vzhledem k tomu, že je nutné, aby φ > 4, je potřeba

tomuto požadavku podř́ıdit volbu vstupńıch parametr̊u φ1 a φ2. Pro v literatuře

doporučované hodnoty φ1 = φ2 = 2.05 a κ = 1 vyjde hodnota koeficientu sevřeńı

χ
.
= 0.73.
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Daľśı modifikaćı algoritmu PSO je jiný zp̊usob výpočtu sociálńı složky rychlosti je-

dince. Vytvoř́ıme model, kdy jedinec neńı ovlivňován celou skupinou, ale jenom jej́ı

část́ı. Motivaci a neformálńı vysvětleńı k této úpravě algoritmu jste si mohli přeč́ıst

v učebńım textu [21], kdy rozptýlená velká skupina turist̊u hledá nejvyšš́ı vrchol

Beskyd a jej́ı členové spolu komunikuj́ı vyśılačkami omezeného dosahu. Informaci o

výšce a pozici jimi dosud nalezeného vrcholu mohou sdělit jen té části skupiny, která

je v dosahu jejich vyśılačky. Zde si ukážeme tzv. statickou topologii zvanou local best

(lbest), kdy jedinci jsou rozděleni do skupin, tyto skupiny se během celého prohledá-

váńı neměńı a sociálńı složka rychlosti jedince neńı ovlivňována bodem gbest, ale

bodem lbest, což je nejlepš́ı bod nalezený skupinou, do které daný jedinec patř́ı.

Rychlost jedince v etapě t+ 1 je pak určena vztahem

vi(t+ 1) = χ [vi(t) + φ1u1 ⊗ (pi − xi) + φ2u2 ⊗ (lj − xi)] , (7.4)

kde lj je lbest j-té skupiny, tj. souřadnice nejlepš́ıho bodu dosud nalezeného sku-

pinou j, do ńıž patř́ı jedinec i.

Ukážeme si jednu z možnost́ı, jak můžeme implementovat statickou topologii lbest.

Pro zadanou velikost hejna N a velikost skupin k urč́ıme počet skupin s = ⌊N/k⌋,
kde symbol ⌊·⌋ znač́ı celou část. Pokud N je dělitelné k beze zbytku, jsou všechny

skupiny stejně velké, jinak posledńı skupina je větš́ı. Na začátku jsou jedinci do sku-

pin přiděleni náhodně (jelikož souřadnice jedinc̊u hejna jsou inicializovány náhodně,

pak přǐrazeńı prvńıch k jedinc̊u do prvńı skupiny atd. znamená náhodné rozděleńı

skupin). Ze zkušenosti vyplývá, že v pr̊uběhu procesu hledáńı se většinou skupiny

shluknou tak, aby jedinci z téže skupiny si byli i geometricky bĺızćı. Pokud bychom

v tomto algoritmu zadali k = N (př́ısně vzato, stač́ı, aby k > N/2), pak by se

topologie změnila na gbest.

Zdrojový kód algoritmu PSO s koeficientem sevřeńı a se statickou topologíı lbest

je uveden v následuj́ıćım výpisu:

function [xmin, fmin, func_evals, evals_near]=...

pso_lbest(fn_name, a, b, N, fi1, fi2, kappa, k,...

my_eps, max_evals, shift, fnear)

%

% k je velikost skupin, pokud k=N, pak je to gbest

%

pocet_skupin=fix(N/k);

% skupiny velikosti k, posledni skupina muze byt vetsi

prislusnost=zeros(N,1);

for ii=1:pocet_skupin-1

skup=ii+zeros(k,1);
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prislusnost((ii-1)*k +1:(ii-1)*k+k) = skup;

end

prislusnost((pocet_skupin-1)*k +1:end) = pocet_skupin;

d=length(a);

P=zeros(N,d+1);

v=zeros(N,d);

vmax=(b-a)/6; % pro generovani pocatecnich rychlosti

for i=1:N

P(i,1:d)=a+(b-a).*rand(1,d);

P(i,d+1)=feval(fn_name,P(i,1:d)-shift);

v(i,:)= -vmax + 2*vmax.*rand(1,d);

end % 0-th generation initialized

pbest=P; % nejlepsi pozice jedincu na pocatku = pocatecni pozice

lbest=zeros(pocet_skupin,d+1);

for ii=1:pocet_skupin

ind_skup= prislusnost==ii;

pom=P(ind_skup,:);

[tmp, ind_lmin]=min(pom(:,d+1));

lbest(ii,:)=pom(ind_lmin,:);

end

fmax=max(P(:,d+1));

fmin=min(P(:,d+1));

func_evals=N; evals_near=0;

fi=fi1+fi2;

chi=2*kappa / (fi-2+sqrt(fi*(fi-4)));

% chi je koef. sevreni (constriction coeff.)

while (fmax-fmin > my_eps) && (func_evals < d*max_evals)

for i=1:N % in each generation

x=P(i,1:d); % pozice i-teho jedince

v(i,:)=chi*(v(i,:)+fi1*rand(1,d).*(pbest(i,1:d)-x)...

+fi2*rand(1,d).*(lbest(prislusnost(i),1:d)-x));

y = x + v(i,:); % nova pozice

y=zrcad(y,a,b); % zabranuje opustit definicni obor

fy=feval(fn_name,y-shift);

P(i,:)=[y,fy]; % zapis novou pozici a funkcni hodnotu

func_evals=func_evals+1;

if fy < pbest(i,d+1) % aktualizace pbest

pbest(i,:)= [y,fy];

% prepis pozici a funkcni hodnotu pbest

end
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if fy < lbest(prislusnost(i),(d+1)) % aktualizace gbest

lbest(prislusnost(i),:)=[y, fy];

end

end % end of generation

fmax=max(P(:,d+1));

fmin=min(P(:,d+1));

if evals_near==0 && fmin<fnear

evals_near=func_evals

end

end % main loop - end

[fmin, indmin]=min(P(:,d+1));

xmin=P(indmin,1:d);

Intuice nám možná napov́ıdá, že správněǰśı by bylo jedince ve skupinách v pr̊uběhu

hledáńı přeskupovat tak, aby v každé skupině byli vždy jen jedinci navzájem nej-

bližš́ı (aby byla celá skupina v dosahu signálu , ale jiné skupiny už signál nemohly

přij́ımat, viz [21]). To by znamenalo neuž́ıvat statickou, ale dynamickou topologii.

Takové přeskupováńı je však výpočetně velmi náročné. Optimálńı přeskupováńı je

NP-obt́ıžný problém a i jeho heuristické řešeńı mnohokrát opakované v pr̊uběhu

hledáńı představuje většinou neúnosnou časovou zátěž. Proto je použit́ı dynamické

topologie v implementaćıch algoritmu PSO velmi omezeno.

Obě varianty algoritmu PSO, jejichž zdrojový kód v Matlabu jsme uvedli, byly ex-

perimentálně porovnány na šesti testovaćıch funkćıch uvedených v kap. 3.2, dimenze

problému byla d = 2. Pro každý algoritmus a problém bylo provedeno 10 opakováńı.

V obou algoritmech byla velikost hejna zvolena N = 20, podmı́nka ukončeńı defino-

vaná vstupńımi parametry max_evals = 20000, my_eps = 1e− 4 a ř́ıdićı parametry

fi1 = 2.05 a fi2 = 2.05. V algoritmu pso1 bylo zadáno omega = 0.8, v algoritmu

pso_lbest byly ř́ıdićı parametry nastaveny na kappa = 1 a velikost skupin k = 5

(hejno bylo rozděleno do čtyř stejně velkých skupin). Dále byla sledována nejen cel-

ková časová náročnost daná počtem vyhodnoceńı funkce nfe potřebných k dosažeńı

podmı́nky ukončeńı, ale i počet vyhodnoceńı funkce potřebné k tomu, aby se na-

lezené minimum přibĺıžilo k hodnotě v globálńım minimu testované funkce tak, že

se lǐśı o méně než 1 × 10−4. Tento počet vyhodnoceńı je v tabulce označen jako

nfenear a je to pr̊uměrná hodnota časové náročnosti úspěšných řešeńı. Výsledky po-

rovnáńı jsou v následuj́ıćı tabulce, počty vyhodnoceńı funkce nfe jsou pr̊uměry z 10

opakováńı.
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PSO1 PSO lbest

fce nfe R nfenear std nfe R nfenear std

ackley 40000 7 15323 11160 32886 10 2260 1176

dejong1 40000 9 1571 722 24776 10 824 927

griewank 40000 3 19093 11498 40000 5 6716 8182

rastrig 40000 5 6700 2420 40000 7 1777 788

rosen 40000 9 9584 8516 15548 10 2952 1325

schwefel0 40000 5 8396 3496 40000 7 2946 3098

Vid́ıme, že algoritmus pso_lbest byl v hledáńı globálńıho minima těchto funkćı

úspěšněǰśı. Zat́ımco pso1 ani jednou neukončil běh jinak než dosažeńım maximál-

ńıho zadaného počtu vyhodnoceńı funkce (40000), pso_lbest ve třech ze šesti ře-

šených problémů ukončil úspěšně hledáńı před dosažeńım maximálńıho zadaného

počtu vyhodnoceńı funkce. Nav́ıc, v těchto třech problémech nalezl vždy přijatelnou

aproximaci globálńıho minima, ve sloupci R je zaznamenám počet takových úspěš-

ných řešeńı. Rovněž vid́ıme, že u všech testovaných funkćı algoritmus pso_lbest byl

v nalezeńı dobrého řešeńı úspěšněǰśı častěji než pso1 (srovnej sloupce R) a pokud

správné řešeńı nalezl, tak to bylo s menš́ı časovou náročnost́ı (srovnej sloupce nfe-

near), nav́ıc maj́ı tyto hodnoty menš́ı variabilitu než u pso1, jak vid́ıme ze srovnáńı

hodnot jejich směrodatných odchylek ve sloupćıch označených std.

Z výsledk̊u tohoto srovnáńı by mohl vzniknout dojem, že i tak jednoduché verze

algoritmu PSO jsou schopny řešit obt́ıžné problémy globálńı optimalizace s vysokou

úspěšnost́ı. Bohužel tomu tak neńı. Vyzkoušejte si tyto algoritmy na stejných pro-

blémech, ale s větš́ı dimenźı, třeba d = 5 nebo d = 10 a zjist́ıte, že úspěšnost bude

podstatně nižš́ı. Podobně nepř́ıznivě pro PSO dopadne i srovnáńı s výsledky jedno-

duchých evolučńıch algoritmů v kapitole 6.4. Navzdory této skutečnosti je algoritmus

PSO spolu s diferenciálńı evolućı považován za velmi nadějnou heuristiku pro řešeńı

problémů globálńı optimalizace a je v posledńıch létech intenzivně studován. Byly

navrženy jeho mnohé sofistikované varianty, s některými se můžeme seznámit např.

v monografii [6], daľśı se pr̊uběžně objevuj́ı v odborných časopisech.
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Shrnut́ı:

- Principy algoritmu PSO

- Setrvačná, kognitivńı a sociálńı složka rychlosti

- Koeficient sevřeńı, topologie gbest a lbest

Kontrolńı otázky:

1. V čem se lǐśı topologie gbest a lbest? Porovnejte výhody a nevýhody těchto

strategíı při aplikaćıch algoritmu PSO.

2. Porovnejte experimentálně na šesti testovaćıch funkćıch z kap. 3.2 pro d = 2 a

dvě r̊uzné velikosti skupin v algoritmu pso lbest.
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7.2 Algoritmus SOMA

Pr̊uvodce studiem:

V této kapitole se stručně seznámı́te s algoritmem SOMA, který modeluje chováńı

smečky pronásleduj́ıćı kořist. Poč́ıtejte asi se třemi až čtyřmi hodinami studia.

Algoritmus SOMA v roce 2000 navrhli Zelinka a Lampinen, takže jedńım z jeho

autor̊u je náš krajan. SOMA je zkratka poměrně dlouhého jména algoritmu (Self-

Organizing Migration Algorithm), které však vystihuje jeho základńı principy. Na

algoritmus můžeme nahĺıžet jako na jednoduchý model lov́ıćı smečky. Ve smečce je

N jedinc̊u a ti se pohybuj́ı (migruj́ı) po územı́ D tak, že každý jedinec v každém

migračńım kole doskáče př́ımým směrem k v̊udci smečky, prověř́ı mı́sto každého do-

skoku na této cestě a zapamatuje si nejlepš́ı j́ım nalezené mı́sto do daľśıho migračńıho

kola. Vůdcem je většinou jedinec s nejlepš́ı hodnotou účelové funkce v celé smečce a

rovněž kvalita mı́st (bod̊u v D) navšt́ıvených jedincem při jeho skoćıch za v̊udcem

se posuzuje hodnotou účelové funkce.

Pohyb migruj́ıćıho jedince nemuśı prob́ıhat ve všech dimenźıch prostoru D, ale jen

v některých dimenźıch, tedy v podprostoru s dimenźı menš́ı než d. Migraci jedince

k v̊udci ukazuje následuj́ıćı obrázek. Jedinec z výchoźıho bodu r0 skáče skoky ve-

likosti δ směrem k v̊udci, př́ıpadně ho může i o trochu přeskočit. Pohyb jedince

je bud’ ve směru naznačeném plnou šipkou, tedy v prostoru dimenze d nebo jen

v prodprostoru menš́ı dimenze, tedy v některém ze směr̊u vyznačených tečkovaně.

Kromě vstupńıch parametr̊u obvyklých u všech stochastických algoritmů, tj. spe-

cifikace problému (funkce, prohledávaný prostor, podmı́nka ukončeńı) a velikosti

smečky (populace) N má algoritmus SOMA ještě tři vstupńı parametry definuj́ıćı

zp̊usob pohybu jedince ve směru za v̊udcem.



7.2 Algoritmus SOMA 65

0 2 4 6 8 10 12 14 16 18
0

1

2

3

4

5

6

7

8

9

10

x
L
      

(leader )

r
0
 

r 

x
L
’  

δ 

Pohyb jedince je ř́ızen těmito vstupńımi parametry (jejich označeńı ponecháme

shodné s t́ım, které už́ıvá ve své knize Zelinka [29] a jak se také často označuj́ı

v jiných publikaćıch):

• mass – relativńı velikost přeskočeńı v̊udce

mass =
∥ x

′

l − r0 ∥
∥ xl − r0 ∥

,

kde r0 je výchoźı pozice jedince v daném migračńım kole, xl je pozice v̊udce,

∥ xl − r0 ∥ je norma vektoru (xl − r0), podobně ∥ x
′

l − r0 ∥ je norma vektoru

(x
′

l − r0). Tyto normy vektoru jsou vlastně délky úseček s koncovými body

r0,xl, resp. r0,x
′

l. Geometrický význam je také zřejmý z obrázku. Doporučeny

jsou hodnoty mass ∈ [1.1; 3].

• step – určuje velikost skok̊u δ, tj. velikost směrového vektoru skoku podle

následuj́ıćıho vztahu

δ = step ∗ (xl − r0),

tedy č́ım je hodnota parametru step menš́ı, t́ım podrobněji je prostor na cestě

k v̊udci prozkoumáván. Doporučené hodnoty jsou step ∈ [0.11; mass], autoři

algoritmu SOMA rovněž doporučuj́ı volit hodnotu parametru step tak, aby

1/step nebylo celé č́ıslo, tzn. aby jedinec na své cestě za v̊udcem nenavšt́ıvil

zbytečně mı́sto obsazené a prozkoumané v̊udcem.

• prt – parametr pro určeńı směru pohybu jedince za v̊udcem, prt ∈ [0; 1]. Je

to pravděpodobnost výběru dimenze prostoru D, ve které bude pohyb jedince

prob́ıhat. Pro směr pohybu se vyberou náhodně ty dimenze, pro které Ui <
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prt, i = 1, 2, . . . , d. Hodnoty (U1, U2, . . . , Ud) tvoř́ı náhodný vektor velikosti d,

jehož složky jsou nezávislé náhodné veličiny rovnoměrně rozdělené na intervalu

[0, 1). Při implementaci algoritmu se tyto hodnoty generuj́ı funkćı rand. Pokud

by žádná složka Ui nesplňovala podmı́nku Ui < prt (např. při volbě prt =

0), vybere se jedna dimenze náhodně z množiny {1, 2, . . . , d}. S podobným

postupem jsme se setkali u binomického kř́ıžeńı v diferenciálńı evoluci.

Směr pohybu, tzn. dimenze, ve kterých prob́ıhaj́ı skoky, se voĺı vždycky pro každé

migračńı kolo jedince k v̊udci znovu, zat́ımco velikost skok̊u, tedy δ je stejná pro

celý běh algoritmu SOMA.

Dosud popsaný algoritmus je v literatuře označován jako varianta SOMA all-to-

one, kdy v každém migračńım kole všichni jedinci (kromě v̊udce) putuj́ı za v̊udcem.

Implementace této varianty v Matlabu je uvedena v následuj́ıćım textu této kapitoly.

Pohyb jedince směrem k v̊udci je implementován funkćı go_ahead:

% find the best point y with function value fy

% on the way from r0 to leader

function yfy = go_ahead(fn_name, r0, delta,...

pocet_kroku, prt, a, b, shift)

d = length(r0); tochange = find(rand(d,1) < prt); if

isempty(tochange)

tochange = 1 + fix(d*rand(1)); % at least one is changed

end C = zeros(pocet_kroku,d+1); r = r0; for i=1:pocet_kroku

r(tochange) = r(tochange) + delta(tochange);

r = zrcad(r, a, b);

fr = feval(fn_name, r - shift);

C(i,:) = [r, fr];

end [fmin, indmin] = min(C(:,d+1));

yfy = C(indmin,:); % row with min. fy is returned

Tuto funkci pak volá algoritmus SOMA, který implementován jako funkce

soma_to1, jej́ıž zdrojový text následuje na daľśı stránce.
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% SOMA all to 1

function [x_star,fn_star,func_evals, evals_near] =...

soma_to1(fn_name, a, b,...

N,my_eps,max_evals,mass,step,prt,fnear, shift)

%

% fn_name function to be minized (M file)

% a, b row vectors, limits of search space, a < b

% N size of population

% my_eps small positive value for stopping criterion

% max_evals max. evals per one dimension of search space

% mass,step,prt tunnig parameters of SOMA

%

d=length(a);

P=zeros(N,d+1);

for i=1:N

P(i,1:d)=a+(b-a).*rand(1,d);

P(i,d+1)= feval(fn_name,P(i,1:d) - shift);

end % 0-th generation initialized

P=sortrows(P,d+1);

pocet_kroku=fix(mass/step);

func_evals=N;

evals_near=0;

while ((P(N,d+1) - P(1,d+1)) > my_eps) ...

&& (func_evals < d*max_evals) % main loop

leader=P(1,1:d);

for i=2:N

r0=P(i,1:d); % starting position of individual

delta = (leader - r0)*step; % delta is vector (1,d)

yfy = go_ahead(fn_name, r0, delta, pocet_kroku,...

prt, a, b, shift);

func_evals = func_evals + pocet_kroku;

if yfy(d+1) < P(i,d+1) % trial point y is good

P(i,:) = yfy;

end

end

P=sortrows(P,d+1); % fmin is in the 1st row

if evals_near == 0 && P(1,d+1) < fnear

evals_near=func_evals;

end

end % main loop - end
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x_star = P(1,1:d);

fn_star = P(1,d+1);

Dále jsou v literatuře zmiňovány daľśı dvě varianty algoritmu SOMA:

• all-to-all – v každém migračńım kole se v̊udcem stávaj́ı postupně všichni jedinci

a ostatńı putuj́ı za nimi. Populace se aktualizuje nově nalezenými body až po

skončeńı migračńıho kola, tzn. po dokončeńı putováńı všech ke všem. Oproti

předchoźı variantě je prohledáváńı prostoru d̊ukladněǰśı, ale časově náročněǰśı,

nebot’ nejsou tolik využity znalosti źıskané z předcházej́ıćıho hledáńı o poloze

bodu s nejmenš́ı funkčńı hodnotou ve smečce.

• all-to-all-adaptive – podobně jako u předchoźı varianty v každém migračńım

kole se v̊udcem stávaj́ı postupně všichni jedinci a ostatńı putuj́ı za nimi, ale

jedinec v populaci je nahrazen bezprostředně po ukončeńı jeho migrace za

v̊udcem, pokud při této migraci byl nalezen bod s lepš́ı funkčńı hodnotou,

takže následuj́ıćı jedinci v pr̊uběhu tohoto migračńıho kola už putuj́ı k tomuto

novému v̊udci.

Př́ıklad 7.1 Jako v předchoźı kapitole, i zde uvedeme experimentálńı porovnáńı

algoritmu SOMA při dvou r̊uzných hodnotách ř́ıdićıho parametru prt na stejných

šesti testovaćıch funkćıch uvedených v kap. 3.2, dimenze problému opět byla d = 2.

Ostatńı ř́ıdićı parametry algoritmu SOMA byly pro obě varianty shodné, mass = 2 a

step = 0.11. Pro každou variantu a problém bylo provedeno 10 opakováńı. V obou

variantách byla velikost smečky zvolena N = 20, podmı́nka ukončeńı definovaná

vstupńımi parametry max_evals= 20000 a my_eps= 1e − 4. Podobně jako v před-

choźı kapitole byla sledována nejen celková časová náročnost daná počtem vyhodno-

ceńı funkce nfe potřebných k dosažeńı podmı́nky ukončeńı, ale i počet vyhodnoceńı

funkce potřebné k tomu, aby se nalezené minimum funkce přibĺıžilo hodnotě v glo-

bálńım minimu testované funkce tak, že se lǐśı o méně než 1 × 10−4. Tento počet

vyhodnoceńı je v tabulce označen jako nfenear a je to pr̊uměrná hodnota časové

náročnosti úspěšných řešeńı, směrodatné odchylky jsou ve sloupćıch označných std.

Výsledky porovnáńı jsou v následuj́ıćı tabulce, počty vyhodnoceńı funkce nfe jsou

pr̊uměry z 10 opakováńı.
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prt = 0.5 prt = 1

fce nfe R nfenear std nfe R nfenear std

ackley 3987 10 2380 340 5697 2 2414 967

dejong1 2756 10 1183 177 1525 10 1217 242

griewank 7202 10 2619 825 6689 1 2072

rastrig 3474 10 2004 270 12366 3 1730 592

rosen 6586 10 2072 773 4740 5 1798 1065

schwefel0 3508 8 1987 242 5253 2 5663 1209

Vid́ıme, že varianta s prt = 0.5 byla v hledáńı globálńıho minima těchto funkćı

spolehlivěǰśı (srovnej sloupce R) a nav́ıc, v polovině testovaných funkćı i rychleǰśı.

Shrnut́ı:

- Model pohybu jedince za v̊udcem a parametry mass, step, prt

- Varianta all-to-one

- Varianta all-to-all

- Varianta all-to-all-adaptive

Kontrolńı otázky:

1. Proč má být parametr step volen tak, aby 1/step nebylo celé č́ıslo?

2. Jak se lǐśı varianta all-to-all od all-to-all-adaptive?
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8 Adaptace pomoćı soutěže strategíı

Pr̊uvodce studiem:

Tato kapitola je věnována jedné z možnost́ı, jak implementovat adaptivńı stochas-

tické algoritmy, tj. algoritmy, u kterých neńı nutné pracně nastavovat jejich ř́ıdićı

parametry podle právě řešeného problému. Poč́ıtejte asi s pěti hodinami studia.

V minulých kapitolách jsme se seznámili s několika stochastickými algoritmy a v́ıme

už, že v r̊uzných algoritmech se už́ıvá r̊uzná strategie hledáńı nebo v jednom al-

goritmu už́ıvaj́ıćım jednu strategii hledáńı může mı́t tato strategie r̊uzně zvolené

hodnoty jej́ıch ř́ıdićıch parametr̊u.

Pokud v jednom stochastickém algoritmu nab́ıdneme několik takových stř́ıdaj́ıćıch

se strategíı a mezi nimi vyb́ıráme podle jejich dosavadńı úspěšnosti hledáńı s t́ım,

že preferujeme ty úspěšněǰśı strategie, dáváme tak algoritmu možnost přednostně

vyb́ırat strategii vhodnou pro právě řešený problém.

Podrobněji vysvětĺıme principy této soutěže na zobecněném algoritmu ř́ızeného ná-

hodného prohledáváńı (CRS).

generuj populaci P , tj. N bod̊u náhodně v D;

repeat

najdi xmax ∈ P , f(xmax) ≥ f(x), x ∈ P ;

repeat

užij lokálńı heuristiku k vygenerováńı nového bodu y ∈ D;

until f(y) < f(xmax);

xmax := y;

until podmı́nka ukončeńı;

Nový bod y se v klasické variantě algoritmu CRS generuje reflex́ı simplexu, viz

kapitola (5). Samozřejmě je však možné ke generováńı bodu y už́ıt i jinou lokálńı

heuristiku, jak už bylo zmı́něno v kapitole o algoritmu CRS, např. znáhodněnou

reflexi podle (5.2). Bod y však lze generovat jakoukoli jinou heuristikou. Volbou

lokálńı heuristiky voĺıme strategii hledáńı v algoritmu CRS.

Odtud už je jen kr̊uček k užit́ı v́ıce lokálńıch heuristik v rámci jednoho algoritmu

CRS a tyto heuristiky stř́ıdat. Při tomto stř́ıdáńı budeme preferovat ty heuristiky,

které byly v dosavadńım pr̊uběhu hledáńı úspěšněǰśı. V takovém algoritmu heuris-

tiky soutěž́ı o to, aby byly vybrány pro generováńı nového bodu. Protože dáváme

přednost úspěšněǰśım heuristikám, je naděje, že bude vybrána vhodná strategie pro

řešený problém a algoritmus bude konvergovat rychleji. Takto využ́ıváme učeńı algo-
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ritmu v pr̊uběhu řešeńı daného problému. Vyb́ıráme přednostně tu heuristiku, která

má větš́ı fitness ohodnocovanou dosavadńı úspěšnost́ı.

Mějme tedy v algoritmu k dispozici h strategíı (v př́ıpadě algoritmu CRS lokálńıch

heuristik) a v každém kroku ke generováńı nového bodu vyb́ıráme náhodně i-tou heu-

ristiku s pravděpodobnost́ı qi, i = 1, 2, . . . , h. Na začátku všechny pravděpodobnosti

nastav́ıme na shodné hodnoty qi = 1/h. Pravděpodobnosti qi měńıme v závislosti na

úspěšnosti i-té heuristiky v pr̊uběhu vyhledávaćıho procesu. Heuristiku považujeme

za úspěšnou, když generuje takový nový bod y, že f(y) < f(xmax)), tj. nový bod y

je zařazen do populace.

Pravděpodobnosti qi můžeme vypoč́ıtat jako relativńı četnost úspěch̊u i-té heuris-

tiky. Pokud ni je dosavadńı počet úspěch̊u i-té heuristiky, pravděpodobnost qi je

úměrná tomuto počtu úspěch̊u

qi =
ni + n0∑h

j=1(nj + n0)
, (8.1)

kde n0 > 0 je vstupńı parametr algoritmu. Nastaveńım n0 > 1 zabezpeč́ıme, že jeden

náhodný úspěch heuristiky nevyvolá př́ılǐs velkou změnu v hodnotě qi. Algoritmus

už́ıvaj́ıćı k hodnoceńı úspěšnosti heuristik vztah (8.1) je jednou z možných variant

hodnoceńı fitness heuristiky.

Jinou možnost́ı, jak ohodnotit úspěšnost heuristiky, je vážit úspěšnost relativńı změ-

nou v hodnotě funkce. Váha wi se urč́ı jako

wi =
fmax −max(f(y), fmin)

fmax − fmin

, (8.2)

kde fmax a fmin jsou největš́ı, resp. nejmenš́ı funkčńı hodnota v populaci. Hodnoty

wi jsou tedy v intervalu (0, 1) a pravděpodobnost qi se pak vyhodnot́ı jako

qi =
Wi + w0∑h

j=1 (Wj + w0)
, (8.3)

kde Wi je součet vah wi v předcházej́ıćım hledáńı a w0 > 0 je vstupńı parametr

algoritmu.

Aby se zabránilo degeneraci rozděleńı pravděpodobnost́ı qi např. př́ılǐsnou preferenćı

heuristiky, které byla úspěšná na začátku hledáńı, lze zavést vstupńı parametr δ a

klesne-li kterákoli hodnota qi pod hodnotu δ, jsou pravděpodobnosti výběru heuristik

nastaveny na jejich počátečńı hodnoty qi = 1/h.

Daľśı prostor pro tvorbu r̊uzných adaptivńıch variant algoritmu je volba soutěž́ıćıch

strategíı (v př́ıpadě algoritmu CRS lokálńıch heuristik), které jsou zařazeny mezi h

soutěž́ıćıch lokálńıch heuristik. Př́ıklady možných lokálńıch heuristik jsou reflexe a



72 8 ADAPTACE POMOCÍ SOUTĚŽE STRATEGIÍ

znáhodněná reflexe v simplexu popsané už v kapitole 5. Daľśı možnost́ı jsou lokálńı

heuristiky vycházej́ıćı z diferenciálńı evoluce, kdy bod u se generuje jako v difere-

ciálńı evoluci a nový vektor y vznikne kř́ıžeńım vektoru u a vektoru x náhodně

vybraného z populace.

Heuristiky inspirované evolučńı strategíı mohou genererovat nový bod y podle ná-

sleduj́ıćıho pravidla

yi = xi + U, i = 1, 2, . . . , d,

kde xi je i-tá souřadnice náhodně vybraného bodu x z populace a U je náhodná

veličina, U ∼ N(0, σ2
i ). Zat́ımco v evolučńı strategii je hodnota parametru σ2

i adap-

tována v pr̊uběhu procesu vyhledáváńı podle tzv. pravidla 1/5 úspěchu, zde může

být aktuálńı hodnota tohoto parametru odvozována z aktuálńı populace, např. jako

σi = k (max
x∈P

xi − min
x∈P

xi) + ε, i = 1, 2, . . . , d,

operátory max, min znamenaj́ı největš́ı, resp. nejmenš́ı hodnotu i-té souřadnice

v aktuálńı populaci P , vstupńı parametr ε > 0 (v implementaci můžeme už́ıt např.

ε = 1 × 10−4) zabezpečuje, že hodnota σi je kladná, k je vstupńı ř́ıdićı parametr

heuristiky, k > 0.

Lokálńı heuristikou v adaptivńım algoritmu CRS může být samozřejmě také ná-

hodné generováńı bodu y ze spojitého rovnoměrného rozděleńı na D, které se už́ıvá

ve slepém náhodném prohledáváńı. T́ım můžeme dokonce dosáhnout toho, že u ta-

kového algoritmu lze teoreticky dokázat, že je konvergentńı (o teoretické konvergenci

algoritmu viz kapitola 4).

Algoritmus se soutěž́ıćımi strategiemi je konvergentńı, když

(a) mezi soutěž́ıćımi strategiemi je alespoň jedna zaručuj́ıćı kladnou pravděpodob-

nost vygenerováńı nového bodu y ∈ S, kde S je libovolná otevřená podmno-

žina D maj́ıćı Lebesgueovu mı́ru λ(S) > 0. Takovou strategíı v př́ıpadě CRS se

soutěž́ıćımi lokálńımi heuristikami je náhodné generováńı bodu y ze spojitého

rovnoměrného rozděleńı na D už́ıvané ve slepém náhodném prohledáváńı.

(b) hodnoty pravděpodobnosti výběru takové strategie qk v každém z k krok̊u hle-

dáńı tvoř́ı divergentńı řadu (
∑∞

k=1 qk = ∞). To je zajǐstěno volbou vstupńıho

parametru δ > 0.

(c) nejlepš́ı bod staré populace vždy přecháźı do nové populace (v algoritmu se

už́ıvá tzv. elitismus, což v CRS je dodržováno).

Možná, že ve vás text této kapitoly vzbudil dojem, že implementace algoritmů se

soutěž́ı strategíı je obzvlášt’ obt́ıžná. Tento dojem je ale zbytečný. Výběr strategie

podle jej́ı dosavadńı úspěšnosti lze snadno realizovat funkćı ruleta, kterou známe už
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z kapitoly o genetických algoritmech. Tato funkce dostane na vstupu vektor četnost́ı

dosavadńı úspěšnosti jednotlivých strategíı a vrát́ı č́ıslo “vylosované” strategie spolu

s minimálńı hodnotou pravděpodobnosti jednotlivých strategíı. Implementace této

funkce je v následuj́ıćım výpisu zdrojového textu.

function [hh, p_min]=ruleta(cutpoints)

% returns an integer from [1, length(cutpoints)]

% with probability proportional

% to cutpoints(i)/ summa cutpoints

h = length(cutpoints);

ss = sum(cutpoints);

p_min = min(cutpoints)/ss;

cp = zeros(1, h);

cp(1) = cutpoints(1);

for i = 2:h

cp(i) = cp(i-1) + cutpoints(i);

end

cp = cp/ss;

hh = 1 + fix(sum(cp<rand(1)));

Implementace soutěže lokálńıch heuristik v algoritmu CRS je naznačena následuj́ıćım

fragmentem zdrojového textu, ve kterém je ukázáno voláńı funkce ruleta a výběr

“vylosované” heuristiky př́ıkazem switch.

while (fmax-fmin > my_eps)&(func_evals < d*max_evals) %main loop

[hh p_min]=ruleta(ni);

if p_min<delta

ni=zeros(1,h)+n0; % reset

end

switch hh

case 1

y = lokalni heuristika1

case 2

y = lokalni heuristika2

.....

case 8

y = lokalni heuristika8

end

y=zrcad(y,a,b); % perturbation

fy=feval(fn_name,y);

func_evals=func_evals+1;
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if fy < fmax % trial point y is good

ni(hh)=ni(hh)+1; % zmena prsti qi

.....

end

end % main loop - end

Podobně lze snadno navrhnout a implementovat adaptivńı verze diferenciálńı evo-

luce, kde bude soutěžit několik r̊uzných strategíı. Strategie se mohou lǐsit druhem

mutace, typem kř́ıžeńı nebo r̊uzným nastaveńım ř́ıdićıch parametr̊u F a CR. Různé

adaptivńı verze diferenciálńı evoluce byly v posledńıch létech intenzivně zkoumány a

byly navrženy verze, které se osvědčily jak na testovaćıch problémech, tak i v aplika-

ćıch. Důvodem pro hledáńı adaptivńıch algoritmů je předevš́ım to, aby se při jejich

užit́ı usnadnilo nastavováńı ř́ıdićıch parametr̊u, př́ıpadně vyloučilo úplně, a přitom

aby takové verze algoritmů umožňovaly řešit širokou skupinu problémů s dobrou

spolehlivost́ı a v přijatelném čase. Samozřejmě, že existuj́ı i jiné zp̊usoby adaptace

ř́ıdićıch parametr̊u, než je uvedený mechanismus soutěže strategíı.

Připomeneme si algoritmus diferenciálńı evoluce:

generuj počátečńı populaci P (N bod̊u náhodně v D)

repeat

for i := 1 to N do

vytvoř vektor y mutaćı a kř́ıžeńım

if f(y) < f(xi) then do Q zařad’ y

else do Q zařad’ xi

endfor

P := Q

until podmı́nka ukončeńı

Chceme-li implementovat diferenciálńı evoluci se soutěž́ı r̊uzných strategíı, pak je-

nom potřebujeme zař́ıdit, aby se v př́ıkazu “vytvoř vektor y mutaćı a kř́ıžeńım”

vyb́ıralo ruletou z h nab́ıdnutých strategíı lǐśıćıch se typem mutace nebo kř́ıžeńı

nebo hodnotami parametr̊u F a CR. Implementovat to můžeme pomoćı př́ıkazu

switch a muśıme doplnit nač́ıtáńı hodnot úspěšnosti jednotlivých strategíı pro vý-

počet hodnot pravděpodobnosti qi analogicky, jako bylo ukázáno u algoritmu CRS.

Př́ıklad 8.1 Význam a účinnost adaptivńıch algoritmů ilustruj́ı výsledky experi-

mentálńıho srovnáńı tř́ı takových algoritmů na 6 testovaćıch funkćıch z kapitoly 3.2.

Dimenze problému byla pro všechny funkce d = 10 a pro každou funkci bylo prove-

deno 100 opakováńı. Ve všech úlohách byla stejná podmı́nka ukončeńı, hledáńı bylo

ukončeno, když rozd́ıl mezi největš́ı a nejmenš́ı funkčńı hodnotou v populaci byl
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menš́ı než 1e−6 nebo počet vyhodnoceńı funkce dosáhl hodnotu 20000d. Za úspěšné

hledáńı bylo považováno nalezeńı bodu s funkčńı hodnotou menš́ı než 1e− 4.

Porovnávány byly tyto algoritmy:

• jde [5] – adaptivńı diferenciálńı evoluce DE/rand/1/bin, ve které se hodnoty

parametr̊u F a CR nastavuj́ı evolućı v pr̊uběhu procesu hledáńı.

• b6e6rl [26] – diferenciálńı evoluce, ve které se strategie hledáńı adaptuj́ı soutěž́ı.

Jako mutace je ve všech strategíıch užita /randrl/1/, soutěž́ı 6 r̊uzných dvojic

nastaveńı hodnot parametr̊u F a CR pro binomické kř́ıžeńı a 6 r̊uzných dvojic

nastaveńı hodnot parametr̊u F a CR pro exponenciálńı kř́ıžeńı.

• crs4hc [25] – CRS se soutěž́ı 4 lokálńıch heuristik.

Jediný ř́ıdićı parametr, který je nutno zadávat, je velikost populace. Pro obě varianty

diferenciálńı evoluce bylo NP = 40, pro crs4hc NP = 100. Parametry ř́ıd́ıćı adaptaci

byly ve všech algoritmech ponechány na jejich implicitńım nastaveńı doporučovaném

autory.
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Výsledky jsou v následuj́ıćı tabulce:

Algoritmus → jde b6e6rl crs4hc

Funkce↓ R nfe R nfe R nfe

ackley 100 16316 100 14899 100 18207

dejong1 100 8367 100 7109 100 10017

griewank 98 31897 98 26099 75 69602

rastrig 100 18664 100 14058 25 186353

rosen 100 68774 99 24081 100 18532

schwefel0 99 13296 100 11770 100 33685

pr̊uměr 99.5 26219 99.5 16336 83.3 56066

Porovnejte tyto výsledky s výsledky, které byly dosaženy jednoduchými neadaptiv-

ńımi evolučńımi algoritmy pro stejné problémy, které jsou uvedeny v kapitole 6.4.

Pro pohodlněǰśı porovnáńı je zde tabulka s výsledky zopakována. Vid́ıme, že adap-

tivńı algoritmy ve většině problémů nacházej́ı dobré přibĺıžeńı globálńımu minimu

s podstatně vyšš́ı spolehlivost́ı a většinou i v kratš́ım čase.

d = 10

Algoritmus → CRS ES(µ, λ) DE/rand/1/bin

Funkce↓ R nfe R nfe R nfe

ackley 19 12230 6 32212 100 15756

dejong1 99 7911 100 26068 100 7728

griewank 19 15650 0 34072 100 37392

rastrig 1 53392 0 30188 100 30920

rosen 75 53019 0 199700 0 198601

schwefel0 0 200000 0 34024 99 13644

pr̊uměr 36 57034 18 59377 83 50673
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Shrnut́ı:

- Adaptace algoritmu soutěž́ı strategíı hledáńı

- Soutěž lokálńıch heuristik v algoritmu CRS, pravidla pro posuzováńı dosavadńı

úspěšnosti

- Podmı́nky konvergence algoritmu

- Soutěž strategíı v diferenciálńı evoluci

Kontrolńı otázky:

1. Co rozumı́me pojmem “lokálńı heuristika” v algoritmu CRS?

2. V čem se lǐśı pravděpodobnosti výběru strategie podle vztahu (8.1) a (8.3)?

3. Jakou kombinaci strategíı navrhnete, aby algoritmus CRS se soutěž́ı lokálńıch

heuristik splňoval podmı́nku konvergence?

4. Č́ım se mohou lǐsit soutěž́ıćı strategie v adaptivńım algoritmu diferenciálńı

evoluce?
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techniky, BEN, 2009

http://albert.osu.cz/tvrdik/down/vyuka.html
http://albert.osu.cz/tvrdik/down/global_optimization.html


80

WWW stránky:

http://albert.osu.cz/oukip/optimization/

Knihovna algoritmů v Matlabu a C++ k volnému využit́ı.

http://www.mat.univie.ac.at/~neum/glopt.html

Obsáhlé stránky o globálńı optimalizaci a evolučńıch algoritmech, mnoho daľśıch uži-

tečných odkaz̊u na souvisej́ıćı témata včetně matematiky a statistiky, adresy stránek

mnoha autor̊u článk̊u a knih s touto problematikou atd.

http://www.cs.sandia.gov/opt/survey/main.html

přehled, odkazy na základńı články z 90. let a dř́ıvěǰśı doby, od roku 1997 nejsou

tyto stránky aktualizovány
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